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Abstrakt

Tato préce se zabyva paralelizaci Kohonenovych samoorganizovanych map v prostfedi
MPLNET. V préci je popsdn tivod do umélych neuronovych siti, na ktery navazuje popis
samoorganizovanych map. Déle jsou rozebrdny obecné principy paralelizace s vyuZitim
modelu pifedavani zprav a probran standard Message Passing Interface a jeho implemen-
tace MPLNET. Jsou zde popsdny a porovnany mozné pfistupy k paralelizaci Kohone-
novych samoorganizovanych map. Nékteré pfistupy byly implementovany v prosttedi
MPIL.NET, otestovdny na Windows HPC serveru a porovnany mezi sebou z hlediska vy-
konu.

Klicova slova: paralelizace, MPI, MPLNET, umélé neuronové sité, samoorganizované
mapy

Abstract

This thesis deals with parallelization of Kohonen self-organized maps within the MPL.NET
environment. The thesis describes an introduction to artificial neural networks and in
detail explains self-organized maps. General principles of parallelism using the message
passing model, the Message Passing Interface standard and its implementation MPL.NET
are also discussed. Various approaches to the parallelization of Kohonen self-organized
maps are described and compared to each other. Several approaches have been imple-
mented in MPLNET, tested on Windows HPC Server and compared to each other in
terms of performance.

Keywords: parallelization, MPI, MPLNET, artificial neural networks, self-organizing
maps
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MPI — Message Passing Interface

SOM — self-organizing map, samoorganizovand mapa
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POCLNPMW — Parallel Online Centralized Learning with Network Partitio-
ning - Master/Worker

PODLNPMW — Parallel Online Decentralized Learning with Network Partiti-
oning - Master /Worker

PODLNP — DParallel Online Decentralized Learning with Network Partiti-
oning

PBDLDP — Parallel Batch Decentralized Learning with Data Partitioning

PBCLNPMW — DParallel Batch Centralized Learning with Network Partitio-
ning - Master/Worker

PBDLNPMW — DParallel Batch Decentralized Learning with Network Partitio-

ning - Master/Worker
PBHLMW — Parallel Batch Hybrid Learning - Mater/Worker
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1 Uvod

V dnesni dobé dochézi ke stale prudsimu rozvoji informacnich technologii. Rtizné elek-
tronickd zafizeni doprovazi ¢lovéka na kazdém jeho kroku. Do rtiznych informaénich
systémi proudi ¢im dal vétsi mnozZstvi dat. At' uz tato data pochézi z ¢idel zaznamené-
vajicich vyrobni proces, z 1ékafskych p¥istrojli, ze zdznamii banky, nebo z dnes stale vice
se rozsifujicich socidlnich siti, mohou obsahovat zajimavé informace, které nemusi byt na
prvni pohled patrné. Nemusi byt patrné ani na druhy pohled, nebot’ v dnesni zaplavé dat
neni v lidskych sildch, hledat v téchto datech souvislosti. Proto nabyvé na vyznamu stro-
jové dolovéni informaci z dat. K tomuto tcelu je moZné pouZit nékteré umélé neuronové
site.

Pokud potfebujeme zpracovat enormni mnoZstvi dat, mtZe to byt ¢asové narocné
i za pouziti vypocetni techniky a musime proto hledat moZnosti, jak se dopracovat k vy-
sledk@im rychleji. PoZadavky na zpracovani dat rostou mnohem rychleji nez vykon pro-
cesorti. Logickym dtsledkem je snaha zpracovavat tlohy za pomoci vice vypocetnich
jednotek, co s sebou p¥inasi nové problémy. Uloha musi byt vhodné paralelizovéna,
tj. rozdélena mezi vypocetni jednotky, které ji pak soubézné zpracovavaji. Soub&zné
zpracovani musi byt urcitym zptisobem fizeno a synchronizovano. Tyto problémy byly
dosud feSeny pouze v superpocitacovych centrech. Se zvySujicim se poctem vypocetnich
jader v osobnich pocitacich budou vsak takovéto zdleZitosti feSeny stale Castéji béZnymi
programatory.

1.1 Cil prace

Cilem mé diplomové price je shrnout a porovnat moZnosti paralelni implementace vy-
branych neuronovych siti. Provedu implementaci nékolika rtznych paralelnich algo-
ritmt jedné neuronové sité a provedu testy s cilem urcit, ktery algoritmus je nejvykon-
néjsi, pfipadné k jakym tcelim se ktery algoritmus hodi.



2 Umélé neuronové sité

Umélé neuronové sité [1] jsou jiz dlouhou dobu souéésti informatiky. Vznikaly jako modely
realnych neuronovych siti v Zivych organismech, kdyz chtél ¢lovek pochopit jejich fun-
govani. Plivodni snahou bylo modelovat chovani mozku a nervového systému Zivych
organism. Pozdé€ji se biologické modely staly zdkladem pro nové metody strojového
uceni.

2.1 Biologicky model neuronu

Neuronové sité tvoii zdklad nervového systému organismii. Zakladni stavebni jednotkou
tohoto systému je nervova burika, kterd je uzptisobena k pfijmu, uchovavani a pfenosu
informaci. Sklada se ze 4 hlavnich ¢asti:

1. Dendrity — vedou vzruch smérem k burice, tvoii vstupy.
2. Axonové vldkno — vede vystupni signdl z neuronu smérem k synapsim

. - cujf vé vl vori jakési ika¢ni i.
3. Synapse — zakoncuji axonové vlakno a tvori jakési komunikaéni rozhrani. Podle
procesu uceni zesiluji nebo zeslabuji signal a pfivadi ho k dalsim neurontim.

4. Télo neuronu — s¢ita signaly z okolnich neuronti. Takto stanoveny vnitini potencidl
vede k vybuzeni neuronu.

vvvvvv

podrobna prozkouména. Biologicky model neuronu slouZil jako zdklad pro vytvofeni
matematického modelu.

2.2 Matematicky model neuronu

Matematicky model neuronu je zdkladnim stavebnim prvkem umélych neuronovych siti.
Postupem ¢asu bylo vyvinuto mnoho rtiznych matematickych model neuronu. Lisi se
v zdavislosti na pouZivanych vstupnich datech, v pouZzité matematické funkci, nebo ve
sloZitosti celého modelu.

Neuron je matematicky procesor, do kterého vstupuje vektor vstupnich signalti a vy-
stupem je skaldrni vystupni signdl. Model neuronu se skldda ze dvou &ésti. A to z obvo-
dové a aktivacni funkce. Obvodova funkce definuje, jakym zptisobem budou uvnitf neu-
ronu zkombinovany hodnoty vstupnich signalt. Aktiva¢ni funkce definuje, jakym zpt-
sobem budou hodnoty vstupnich signalfi transformovany na vystup. Jednd se tedy o pfe-
nosovou funkci.

Nejrozsifenéjsim modelem neuronu je tzv. formdlni neuron. Na jeho vstupu je vektor
Z. Hodnoty jeho sloZek jsou upraveny podle vidhového vektoru . V tomto modelu se déle
vyskytuje pridh neuronu b. Pokud je vaZend hodnota vstupti vétsi neZ tento prah, pak je
neuron aktivni, jinak je neaktivni. Vystupem neuronu je skaldr y.



2.3 Uceni neuronové sité

Podle zplisobu u¢eni mtiZeme rozdélit neuronové sité do dvou skupin a to na sité ucict
se s ulitelem a sité ucici se bez uditele.

Pti uceni s ucitelem jsou siti pfedkldddna vektorovd data ze vstupni mnoziny a zéroven
je predklddana ocekdvand hodnota vystupu. Cilem takového uceni je zménit synaptické
vahy v neuronech tak, aby se minimalizovala chyba mezi redlnym a poZadovanym vy-
stupem.

Pti ucent bez ucitele sit’ sama nastavuje nové hodnoty synaptickych vah neuronti, bez
toho, aby byly predkladéany jakékoliv ocekdvané vystupy. Piikladem takovéto sité je Ko-
honenova samoorganizovand mapa, které se budu vénovat ve zbyvajici ¢asti této prace.

2.4 Kohonenova samoorganizovana mapa

Samoorganizovand mapa (SOM) [2] je model neuronové sité pfedstaveny prof. Teuvo Koho-
nenem v roce 1982, ktery umoziiuje projekci vysoce dimenziondlnich dat na data o nizsi
dimenzi, nej¢astéji na dvourozmérnd data, ale prakticky mtize byt vyslednd dimenze ja-
kakoliv. Tato projekce vytvafi mapu znakt, ve které je zachovana topologie dat a ktera
muZe byt uzitetnd pro detekci a analyzu znakt ve vstupnim prostoru. Samoorganizo-
vané mapy byly tspésné pouzity v riznych disciplindch a to véetné rozpozndvani feci,
klasifikaci obrazu a shlukovani dokumentt.

Model SOM se skladé ze vstupni a vystupni vrstvy neuronti. Vystupni kompetitivni
vrstvu tvoii dvourozmérnd miizka neuront, které jsou uréeny svou pozici v miiZzce a vé-
hovymi vektory. Vystupni vrstva mtZe mit riznou pfedem urcenou topologii, napt.
¢tvercovou, hexagondlni, kruhovou, atd..

SOM je neuronova sit’, ucici se bez ucitele. Je tedy aplikovana na data, ve kterych
nejsou a priori zndmy specifické tfidy nebo vysledky. Sit' sdruzuje vstupni vektory se
stejnymi znaky do skupin a ty zobrazuje jako shluky ve vystupni neuronové vrstvé. SOM
tedy mtiZze byt pouZita pro porozumeéni struktufe vstupnich dat nebo také k nalezeni
shlukt vstupnich zdznamf, které maji podobné charakteristiky ve vstupnim vektorovém
prostoru. Diilezita vlastnost SOM je schopnost zachovat uspofddédni vstupnich vektort.
Béhem procesu uceni dochdzi ke kompresi vstupnich dat, ale zaroveti jsou zachovéany
jejich topologické vztahy a vzdélenosti. Podobné vstupni vektory jsou tak mapovany
na sousedni neurony v naucené mapé. Tato samoorganizace je prakticky pouZitelnd ve
shlukové analyze, protoZe poskytuje podrobnosti o vztazich mezi nalezenymi shluky.

2.4.1 Vypocet mapy

Existuji rizné varianty SOM. Dvé z nich budou popsédny déle. Jak bylo zminéno vyse,
SOM vytvéafi mapovani z n-rozmérného vstupniho prostoru do pravidelné dvouroz-
mérné miizky neuronti. Mé&me mnozZinu vstupnich vektortt ¥ € R" a pfidruZené va-
hové vektory wj, € R",k = 1,..., K v neuronech, které jsou uspofddény do pravidelné
dvourozmeérné miizky. Dédle méjme Casovy index t,t = 0,1,..., ktery bude oznacovat

predklddany vstupni vektor Z(¢) v ¢ase ¢ a vahovy vektor @y (t) vypocteny v Case t. Vek-



tory ze vstupni tréninkové mnoZiny jsou béhem uc¢ebniho procesu cyklicky predkladany
SOM. Jeden priichod vstupnimi daty se nazyvéa epocha. Po¢ate¢ni hodnoty vahovych vek-
tort mohou byt ndhodné vektory, nejlépe z oboru hodnot vstupnich dat, nebo je mozné
vahovym vektortim pfifadit hodnoty K rtiznych vektort ze vstupnich dat. Pro adaptaci
vahovych vektort je moZzné pouzit nasledujici algoritmy.

2.4.2 On-line algoritmus

V tradi¢nim on-line algoritmu (algoritmus 1) jsou vdhové vektory adaptovany po kaz-
dém pfedloZeni vstupniho vektoru. Po pfedlozeni vstupniho vektoru jsou nejdfive spoc-
teny euklidovské vzdalenosti dj, mezi pfedkladanym vektorem a vdhovymi vektory.

di(t) = || Z(t) — wis (t)]|” M

Nésledné je vybran vitézny neuron, ktery je ¢asto oznacovan jako best matching unit
(BMU), zde je oznacen indexem c.

d.(t) = min dy (1 @)

Véahové vektory jsou pak adaptovany podle Kohonenova pravidla:

We(t+ 1) = Wi (t) + a(t)hex (t) [E(t) — Wy ()] 3)

kde «(t) je hodnota miry uceni v Case ¢ a h.(t) je funkce okoli. Mira uéeni ur¢uje miru
adaptace vdhového vektoru a s postupem uceni klesa k nule. Funkce okoli urcuje rozsah
adaptovanych neuronti @y (t) okolo vitézného neuronu . (t). Mizeme pouZit naptiklad
Gaussovskou funkci okoli

— 7 —7ell

hep(t) = e =02 4)

kde 7}, a 7. jsou soufadnice neuronti k a ¢ ve dvourozmérné miiZce. Sitka funkce okoli
o(t) klesd béhem uceni od pocate¢ni hodnoty odpovidajici velikosti m¥izky k nule.

Tento postup je odpovédny za samoorganizaci vdhovych vektora. Po pfedloZeni kaz-
dého vstupniho vektoru je tedy adaptovéan vitézny neuron a jeho okoli tak, Ze adapto-
vané hodnoty jejich vahovych vektort jsou euklidovsky blize k hodnoté predklddaného
vstupniho vektoru. Na konci procesu uc¢eni vdhové vektory v neuronech aproximuyji dis-
tribu¢ni funkci vstupnich dat a jejich hodnoty tak mohou byt povazovéany za prototypy
reprezentujici vstupni data.

2.4.3 Davkovy algoritmus

Online algoritmus adaptuje hodnoty vdhovych vektort po predloZeni kaZzdého vektoru
ze vstupni mnoziny. V ddvkovém algoritmu (algoritmus 2) jsou vahy neuronti adapto-
vany jen na konci kazdé epochy a to podle nésledujiciho vztahu
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Algoritmus 1 Online algoritmus

Inicializuj vdhové vektory wy,
t=0
for epocha =1 to Nepoen, do
uréi hodnoty «(t) a o(t)
for vstup = 1 to Ny, do
t=t+1
fork=1toK do
spocti vzdalenosti dj, podle rovnice (1)
end for
podle rovnice (2) nalezni vitézny neuron c
fork=1toKdo
adaptuj vdhové vektory w, podle rovnice (3)
end for
end for
end for

t=t -

N N Zt:tg hck(t)x(t)

W (tf) = t=t; (5)

Zt:to hck(t)

kde ty a t; je zacatek a konec aktudlni epochy a wy(ts) jsou vdhové vektory neuronti
spoctené na konci ucebni epochy. Sumy jsou pocitdny prabézné béhem jednoho pria-
chodu vSemi vstupnimi daty. Vzdélenosti pfedklddaného vstupniho vektoru od vaho-
vych vektorti jsou zde pocitany podle vztahu

dy,(t) = || Z(t) — @ (to)||” (6)

kde @, (to) jsou vahové vektory spoctené v predchdzejici epose. Vitézny neuron c je pak
vybran stejnym zptisobem jako v online algoritmu. Také funkce okoli h.(t) ztistava to-
tozna.

Davkovy algoritmus pfinasi nékolik vyhod oproti online algoritmu. JelikoZ neuro-
nova sit’ neni opakované adaptovana po kazdém piedloZeni vstupu, pak nevznikd za-
vislost sité na pofadi predkladani vektorti ze vstupnich dat a nemtiZe tak dojit k situaci,
Také v tomto algoritmu chybi u¢ebni koeficient a(¢) a nemtize se tak stét, Ze by uceni sité
bylo negativné ovlivnéno jeho nevhodnou volbou.

2.44 Interpretace vysledku

Naucenou SOM miuZeme vyhodnocovat nékolika zptsoby. Pokud je pocet neuronti v po-
uZité siti podstatné mensi neZ pocet vstupnich dat, pak se na vysledné vdhové vektory
muZeme divat jako na stfedy shluk, které se nachazi ve vstupnich datech. V tomto pii-



11

Algoritmus 2 Davkovy algoritmus

Inicializuj vdhové vektory wy,
t=0
for epocha =1 to Nepochy do
uréi novou hodnotu o (t)
inicializuj ¢itatele a jmenovatele v rovnici (5) na nulu
for vstup =1 to Nysyp do
t=t+1
fork=1toKdo
podle rovnice (6) spocti vzdalenosti dj,
end for
pomoci rovnice (2) nalezni vitézny neuron c
fork=1toKdo
pricti hodnoty k citateli a jmenovateli v rovnici (5)
end for
end for
fork=1toKdo
podle rovnice (5) adaptuj vdhové vektory
end for
end for

padé musime dopfedu odhadnout pocet shlukti v datech a zvolit neuronovou sit’ s od-
povidajicim poctem neuront.

Dalsi moZnosti ve vyhodnoceni SOM je vyuziti U-matic [3]. U-matice je matice se stej-
nou topologii jako pouzitda SOM. Kazdé ¢islo v matici nalezi jednomu neuronu a odpo-
vida jeho U-vysce. U-vyska je definovana jako vzdalenost vahového vektoru neuronu od
vahovych vektort jeho bezprostiednich sousedii. Cim mensi je U-vyska, tim jsou neu-
rony bliZe u sebe, coZ signalizuje siln€jsi shluk. Pokud hodnoty U-matice vydélime nej-
vétsinalezenou U-vyskou, pak dostaneme relativni U-matici, jejiz hodnoty jsou z intervalu
<0;1>. Pokud tomuto intervalu pfifadime barevny gradient, pak mtZeme relativni U-
matici snadno graficky zobrazit. Na obrazku 1 je zobrazena naucend SOM. Cerné barva
zde odpovidd hodnoté 0 a bild barva hodnoté 1. Z obrazku je zfejmé, Ze vstupni data
obsahovala 10 shlukd.



12

Obrézek 1: P¥iklad U-matice
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3 Paralelni programovani a MPLLNET

Uceni rozsahlych SOM, nebo zpracovéni velkého mnoZstvi vstupnich dat je pomérné
¢asové narocné. Je tedy snaha tyto casové ndroky omezit. Nabizejicim se feSenim je vyu-
ziti vykonnéjsitho hardwaru. Je v8ak ziejmé, Ze vykon sekven¢nich pocitacti nemiiZe stale
rast, napfiklad kvtli fyzikdlnim limitim. Lepsim feSenim je vyuZiti vice vypocetnich jed-
notek, které navzdjem komunikujf a spolupracuji tak na feSeni daného problému. Vypo-
¢etni ndklad se tak rozdéli mezi vypocetni jednotky, tloha mtZe mit vétsi rozsah a bude
dfive dokoncena. Tento postup se obecné nazyva paralelni zpracovini.

V této kapitole si vysvétlime paralelni programovaci techniky zaloZené na modelu
pfeddvani zprav. Déle probereme tivod do MPI, abychom na néj mohli navazat s popi-
sem prostfedi MPL.NET, ve kterém jsme implementovali paralelni algoritmy pro vypocet
SOM. Z funkci MPLNET popiSeme ty, které jsme pouzili pfi implementaci. P¥iblizime
také jak MPLNET funguje na pozadi a jaké to méd dusledky na rychlost paralelni apli-
kace.

3.1 Model predavani zprav

Model predavéni zprav je zobecnénim sekvencniho modelu programovani, kdy je uva-
Zzovéano nékolik instanci sekven¢niho modelu. VyuZiva se nékolik vypocetnich jednotek
a kazda ma svlij pamét'ovy prostor. Na kazdé vypocetni jednotce béZi jedna instance sek-
venéniho procesu. Pro vyfeSeni problému procesy spolupracuji pouze zasilanim zprav
a nevyuZzivaji sdilenou pamét'. Zpravy piendseji obsahy proménnych z jednoho procesu
do proménnych jiného procesu. Pfeddvani zprav zahrnuje také synchronizaci procest. Je
to velmi obecny pfistup, podporovany vétsinou paralelnich systémi. Existuje vice tech-
nickych realizaci modelu pfedavani zprav. My se v této praci zaméfime predevsim na
standard MPI a jeho implementaci do frameworku .NET.

3.2 MPI

Message Passing Interface (MPI) [4] vznikl z potieby standardizace modelu predavéni
zprav. Pfed jeho vznikem existovaly pouze rtizné roztfisténé a navzdjem nekompatibilni
implementace modelu pieddvani zprav. V roce 1992 tak byla ustanovena pracovni sku-
pina, ke které se nésledné pfidali dalsi jednotlivci i organizace. Vzniklo tak MPI férum,
které v roce 1994 vydalo prvni verzi standardu MPI. Cili MPI projektu bylo poskytnout
prenositelnost zdrojového kédu mezi riznymi platformami, umozZnit efektivni imple-
mentaci modelu pfedavani zprdv, podporovat heterogenni paralelni architektury, po-
skytnout sémantiku nezdvislou na programovacim jazyce. Prvni verze MPI poskytovala
rozhrani MPI funkci pro jazyky C a Fortran. Od verze 2.0 je poskytovano také rozhrani
pro jazyk C++. MPI je specifikace jak pro vyvojare, tak pro uZivatele knihoven modelu
pfedavani zprav. MPI tedy nejsou samotné knihovny. Existuje vice implementaci MPI od
vice poskytovatelti. Zdrojové kédy by mély byt mezi témito implementacemi pfenosi-
telné.
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3.2.1 Programovaniv MPI

Jak jiz bylo fe¢eno model MP1I je zaloZen na pfeddvani zprdv. Na rozdil od programovani
s vlakny mé& v MPI kazdy proces sviij pamét'ovy prostor a udrzuje si sviij stav. Tento
pamét'ovy prostor a stav nemiiZe byt sledovan ani ovlivnén jinym procesem. Proto mo-
hou byt spolupracujici procesy rozmistény na rtznych strojich v siti, nebo dokonce na
raznych architekturach.

Vétsina MPI programti je psana s vyuZitim SPMD (Single Program, Multiple Data —
jeden program, vicero dat) paralelntho modelu. Kazdy proces paralelni aplikace je tedy
instanci stejného programu, ale pracuje s rozdilnou ¢asti dat. Data jsou mezi procesy
rozdélena tak, aby stroje, na nichZ procesy bézi, byly rovnhomérné zatiZené. Procesy zpra-
covavaji data v ramci své lokdlni paméti. Pfeddvani vysledki a synchronizace je pak
realizovdna preddvanim zprév.

MPI umoZiiuje jednim piikazem spustit stejny program na nékolika vypocetnich uz-
lech. Spusténé procesy jsou pak identifikovany pomoci ranku, ktery slouZzi také jako ad-
resa pii vyméneé zpréav. Je to celé ¢islo z intervalu od 0 do P-1, kde P je pocet spusténych
procesti. Na zdkladé ranku je pak moZné, aby rtizné procesy stejného programu prova-
dély rtizné funkce.

3.3 MPLNET

MPLNET [5] je vysoce vykonnd a jednodus$e pouzitelnd implementace MPI pro prosttedi
NET firmy Microsoft. Poskytuje podporu pro vSechny jazyky na platformé .NET. Tato
implementace byla vyvinuta na Indiana University v USA. MPLNET vytvaii objektovou
obalku v fizeném prostifedi .NET nad implementaci MPI firmy Microsoft v nefizeném
prostiedi. Pfinasi tak snadnost programovani v fizeném prosttedi pro paralelni progra-
movani a rozsifuje model MPI o dalsi vlastnosti, jako je napfiklad automatickd serializace

pfendsenych objektt.

3.3.1 Komunikatory

Kazdy netrividlni program zpravidla vyuZzivad komunikdtor, ktery pfedstavuje abstrakci
komunika¢niho prostoru, v rdmci kterého mohou procesy mezi sebou komunikovat. Pro-
ces do n€j zahrnuty mtize komunikovat pouze s procesy v rdmci tohoto komunikétoru.
NemdfiZe se stat, aby se promichaly zpravy mezi riznymi komunikatory. Komunikator
muZe obsahovat vice procestl a kazdy proces miiZze byt zahrnut do nékolika komunika-
tor(i. Kazdy proces mé v ramci komunikdtoru pfifazen jednozna¢ny identifikator, v MPI
oznacovany jako rank. Dvojice komunikator a rank tedy jednozna¢né adresuje proces, se
kterym je potfeba komunikovat.

Kazdy MPI program md od pocatku definovany dva komunikatory. Prvnim je self
komunikdtor, ktery obsahuje pouze vlastni proces a je pouzivdn velmi zfidka. Druhym
je world komunikdtor, ktery obsahuje vSechny spusténé procesy. V MPLNET je pfistupny
jako Communicator.world. Pokud je potfeba vytvofit novy oddéleny komunikac¢ni prostor,
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je to mozné ucinit klonovanim nékterého stavajictho komunikatoru, nebo vytvorenim
komunikatoru, ktery bude podmnoZzinou nékterého stavajictho komunikatoru.

3.3.2 2Zakladni funkce

Prostfedi MPI zpravidla potfebuje provést na zacatku programu néjaka pocédtecni nasta-
veni a na jeho konci zase néjaké tklidové operace. Proto podle standardu MPI musi byt
na zacatku programu zavoldna funkce MPI_Init, pak mohou byt teprve vyuZivany ostatni
funkce MP], a na konci programu je potteba zavolat funkci MPI_Finalize.

V MPLNET je prostiedi MPI zapouzdieno do objektu Environment. V ramci jeho kon-
struktoru je pak voldna funkce MPI_Init a v rdmci jeho metody Dispose je voldna funkce
MPI_Finalize. Spravnou inicializaci a ukonc¢eni prostiedi tedy v jazyce C# nejlépe prove-
deme nasledujici konstrukei:

using ( new MPI.Environment(ref args) ){
/% vSechna dalsi volani MPI funkci x/

}

Vypis 1: Inicializace prostfedi MPLNET

V programu casto potiebujeme zjistit rank aktudlniho procesu. Ziskdme ho z vlast-
nosti Rank objektu komunikatoru. Podle tohoto ranku, pak miZeme fidit vykondvani
programul.

Intracommunicator comm = Communicator.world;
if (comm.Rank == 0)
{

/xprogram pro master procesx/

}

else

{

/xprogram pro ostatni procesyx/

}

Vypis 2: VyuZiti ranku pro vétveni programu

Jednou z tloh paralelniho programu je rozdélit praci mezi procesy. Aby toto bylo
mozné, musi program znat, kolik procesti bylo vlastné spusténo. Pocet spusténych pro-
cestl se zjisti z vlastnosti Size objektu komunikatoru.

Intracommunicator comm = Communicator.wordl;
int pocetProcesu = comm.Size;

Vypis 3: Zjisténi poctu spusténych procest

3.4 Dvoubodova komunikace

Dvoubodova komunikace umoZiiuje pfenaset data z jednoho procesu do druhého. Zpravy
jsou pfendseny prostiednictvim komunikatort. Kazdy komunikator urcuje oddéleny ko-
munikacni prostor, proto se nemuiZe stat, Ze by byla zprdva pfenesena napfi¢ komunika-
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tory. Kromé vlastniho obsahu nese kazda zprédva také celoc¢iselnou znacku, kterd umoz-
fuje uzivateli oddélit rizné typy zprév. Pofadi zprav zlstdva zachovano.

Data prendSenych zprdv musi byt oznacena také jejich datovym typem. Standard MPI
pfedepisuje vlastni datové typy (MPI_INTEGER, MPI_DOUBLE, ...) pro posilani zprav.
Tyto datové typy pak odpovidaji datovym typtm v konkrétnim programovacim jazyce
(pro jazyk C napt.: int, double, .. .). Standard MPI také nabizi moZnosti, jak v ramci jedné
zpravy prendset data, kterd jsou sloZena z vice datovych typh (napf. struktury jazyka
C). Pro tento tcel slouzi takzvané odvozené datové typy. Vice o pfenosech a datovych
typech nalezneme ve standardu MPI [4].

MPIL.NET, jakoZto nadstavba nad implementaci standardu MP]I, se snaZi programa-
tory oprostit od vytvareni odvozenych datovych typti a navic pfidavd moZnost posilat
prostfednictvim zprav celé objekty. Na tomto misté je vSak nutné pochopit, jak funguje
MPLNET na pozadi, protoZe pfenos riiznych druht dat ma rtizny vykon.

Bez ztraty prenosové rychlosti oproti podkladové implementaci MPI jsou pfendseny
hodnotové typy C#. Hodnotové typy se v C# alokuji na zdsobniku a patfi mezi né z&-
kladni datové typy (napft. int, double, ...) a struktury. Pfenos zdkladnich datovych typu
je na pozadi mapovan na pienos zdkladnich datovych typt MPI. Pfi pfenosu struktur je
na pozadi nejprve vytvoren odvozeny datovy typ MPI a ten je ndsledné uloZen do cache
a tudiz mtZe byt vyuzivdn opakované. Pfenos struktur v MPLNET je tak pro progra-
maétora pohodlnéjsi a rychlostné je srovnatelny s prenosem odvozenych datovych typu
v MPL

MPLNET oproti standardu MPI umoZnuje pfenos objekttl. Zde miiZzeme také vyuZzi-
vat polymorfismu a to tak, Ze odesleme objekt potomka a pfijmeme ho jako objekt ro-
dice. Pfi pfenosu je objekt na pozadi serializovan a nasledné pfendsen jako pole bajtii.
Ttidy, jejichZ objekty chceme pienaset mezi procesy, tedy musi byt oznaceny atributem
Serializable . JelikoZ velikost serializovanych objekti mtiZe byt rtizna a standard MPI ne-
umoZziuje prendset pole o pfedem neznamé velikosti (velikost musi byt pfedem zndma
jak na strané odesilatele, tak na strané pfijemce), pfistoupili implementatoti MPL.NET
k prenosu této velikosti ve zvlastni hlavickové zpravé, kterd predchdazi zpravu datovou.
Vytvéfeni a odesildni hlavickové zpravy je provddéno transparentné na pozadi a pro-
gramator se o to nemusi starat. Programaétor by si vSak mél uvédomit, Ze odesilani dalsi
nosové rychlosti.

Odesilani zpravy se provadi pomoci metody Send tfidy komunikétoru. Jeji hlavicka
je nasledujici:

public void Send<T>(
T value,
int dest,
int tag

)

Vypis 4: Communicator.Send
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T zde oznacuje pfendSeny datovy typ, dest je rank cilového procesu (musi byt rozdilny
od zdrojového procesu) , tag je znacka, kterd umoZniuje programatorovi urcit konkrétni
druh zpréavy.

Pro piijem zpravy slouzi metoda Receive tfidy komunikatoru. Voldni metody Receive
je blokovaci, to znamend, Ze navrat z volani se neprovede dfive, nez jsou data pfijata. Jeji
hlavicka je nasledujici:

public T Receive<T>(
int source,
int tag

)

Vypis 5: Communicator.Receive

T oznacuje pfijimany datovy typ, source je rank procesu, od kterého chceme data pfi-
jmout. Pokud chceme pfijmout data od jakéhokoliv procesu, miizeme vyuZzit konstantu
Communicator.anySource. Tag je znacka zpravy, kterou chceme pfijmout. Pokud chceme
pfijmout zpravu s jakoukoliv znac¢kou, pak vyuZijeme konstantu Communicator.anyTag.

3.5 Kolektivni komunikace

Kolektivni komunikace je provddéna v ramci skupin, danych komunikatorem. Dvou-
bodova a kolektivni komunikace je na sobé nezavisla, a to i navzdory pouZiti stejného
komunikdatoru. Z toho naptiklad vyplyva, Ze kolektivni odesldni neni moZzné pfijmout
pomoci funkce pro dvoubodovy piffjem. U kolektivni komunikace se nevyuZivaji znacky.

Nejjednodussi kolektivni operaci je bariéra, kterd slouzi jako synchronizaéni mecha-
nismus pro skupinu procesti. Je implementovana jako metoda Barrier, tfidy komunika-
toru. Tuto metodu musi zavolat vSechny procesy v rdmci komunikatoru. Metoda je blo-
kujici. N4vrat z volani se provede, aZ tuto metodu zavola posledni proces z komunika-
toru.

Dalsi ¢astou kolektivni operaci je broadcast, ktery slouzi pro rozeslani dat z jednoho
procesu vSem ostatnim procestim v komunikétoru. Tato operace je v MPLNET imple-
mentovéna jako metoda Broadcast tfidy Intracommunicator. Intracommunicator je potom-
kem tfidy Communicator a zapouzdiuje navic pravé vétsinu kolektivnich operaci. Metoda
Broadcast md nésledujici predpis:

public void Broadcast<T>(
ref T value,
int root

Vypis 6: Intracommunicator.Broadcast

T oznacuje piendseny datovy typ, value je na odesilaci strané proménné, jejiZ hodnota
se bude rozesilat ostatnim procestim a na pfijimaci strané pak proménnd, do které se
uloZi pfijatd hodnota, root je rank procesu, ktery data odesila.

Gather je kolektivni operace, kterd od kazdého procesu pfijme ¢ast dat a tyto ¢asti pak
uloZi do pole v cilovém procesu. Ve vysledném poli pak bude na i-té pozici hodnota z pro-



18

cesu s rankem i. Operace gather je realizovdna metodou Gather tfidy Intracommunicator.
Jeji pfedpis je nasledujici:

public T[] Gather<T>(
T value,
int root

Vypis 7: Intracommunicator.Gather

T oznacuje datovy typ, value je proménnd jejiZ hodnota bude odeslana, root je rank
cilového procesu, ktery piijme pole dat, které tato metoda vraci. Metoda vraci pole defi-
novaného typu pouze procesu ur¢enému parametrem root, ostatnim procestim vraci null.

Inverzni operaci ke gather je operace scatter. Tato operace rozdéli pole dat ze zdro-
jového procesu mezi vSechny procesy v ramci komunikdatoru tak, Ze proces s i-tym ran-
kem pfijme i-ty prvek odeslaného pole. V MPLNET ji najdeme jako metodu Scatter tfidy
Intercommunicator. Scatter ma ndsledujici predpis:

Public T Scatter<T>(
T[] values,
int root

Vypis 8: Intracommunicator.Scatter

T oznacuje datovy typ pfendSenych dat, values je pole, které bude rozdéleno mezi
procesy, pole musi mit praveé tolik prvki, kolik je procesti v komunikatoru. Root je rank
procesu, ktery data rozesild. Metoda vraci jednu hodnotu typu T ve vSech volajicich pro-
cesech.

Kolektivni operaci allgather si mtZeme pfedstavit jako operaci gather, kterou nasle-
duje operace broadcast. Allgather pfijimd od kazdého procesu jednu hodnotu. Tyto hod-
noty ndsledné posklada do pole tak, Ze na i-té pozici bude hodnota od procesu s rankem
i. Vysledné pole pak pfijme kazdy proces v rdmci komunikatoru. Tato operace je realizo-
véana metodou Allgather tfidy Intracommunicator. Operace md nésledujici predpis:

public T[] Allgather<T>(
T value

)

Vypis 9: Intracommunicator.Allgather

T oznacuje datovy typ. Value je hodnota odesilaného prvku. Metoda vraci pole prvki
definovaného datového typu.

Reduce je kolektivni operace, kterd zkombinuje hodnoty odeslané procesy do jedné
hodnoty umisténé v cilovém procesu. Pro uréeni zptisobu, jakym budou hodnoty zkom-
binovany, je moZné vyuzit nékterou z pfeddefinovanych operaci (suma, minimum, ma-
ximum, ...), nebo vytvofit operaci vlastni. V MPLNET je operace reduce implemento-
vana jako metoda Reduce tfidy Intracommunicator. Vlastni redukéni operaci ji mtZeme
dodat pomoci delegata. Pfeddefinované operace nalezneme jako statické vefejné vlast-
nosti tfidy Operation. Signatura operace Reduce je nasleduyjici:
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public T Reduce<T>(
T value,
ReductionOperation<T> op,
Int root

Vypis 10: Intracommunicator.Reduce

T je datovy typ. Value je odesiland hodnota. Op je asociativni redukéni operace, kterd
musi spliiovat signaturu delegédta ReductionOperation<T>. Root je rank procesu, kterému
bude vrécen vysledek redukce. Ostatnim procesiim bude vracena hodnota null. Delegat
ReductionOperation je definovén takto:

public delegate T ReductionOperation<T>( T x, Ty )

Vypis 11: Delegéat ReductionOperation

Posledni kolektivni operaci, kterou zde uvedeme je operace allreduce. Jeji funkce od-
povidd operaci reduce ndsledovanou operaci broadcast. Vyslednou hodnotu tedy dosta-
nou viechny procesy. V MPLNET se nachdzi jako metoda Allreduce tfidy Intercommunicator
. Signatura této operace je nasledujici:

pulblic T Allreduce<T>(
T value,
ReductionOperation<T> op

)

Vypis 12: Intracommunicator.Allreduce

T je datovy typ, value je odesiland hodnota a op je redukéni operace.
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4 Paralelizace Kohonenovy samoorganizované mapy

Paralelizace znamena rozdéleni tilohy na ¢asti, které mohou byt vykondvany soubézné.
Nejdfive tedy musi byt identifikovdna tiloha, kterou chceme zpracovavat a nasledné ¢asti
tlohy, které je moZné rozdélit a zpracovadvat soubéZné.

V literatufe [7, 8, 9, 10] se nachdzi rozlicné mnozstvi pfistupt k paralelizaci SOM.
Podle veli¢iny, kterd je rozdélovdna mezi vypocetni jednotky, mtizeme rozlisit paralelni
algoritmy

e s rozdélenim neuronové sité,
e srozdélenim dat,
e hybridni algoritmy.

Podle algoritmu, ze kterého vychézi, bychom je mohli rozdélit na techniky zaloZené
na

e online algoritmu,

o davkovém algoritmu.

4.1 Rozdéleni sité

Kazdy proces pracuje se vSemi vstupnimi daty, ale jen s ¢asti neuronové sité. Po pred-
loZeni vstupniho zdznamu nalezne kazdy proces v pridélené ¢asti sité neuron, ktery je
vstupnimu zdznamu nejbliZe. Tyto neurony nazvéme kandidaty na vitéze. Hledani kan-
didatt na vitéze je provddéno paralelné a po jejich nalezeni musi dojit k meziprocesni
komunikaci a vybrdni jediného vitézného neuronu. Nésledné pokracujeme v zavislosti
na pouZitém algoritmu.

4.1.1 Online algoritmus

Pro paralelizaci rozdélenim sité€ se ¢asto vyuziva online algoritmus [8]. Nalezli jsme tfi
zplisoby implementace.

Prvni zptlisob zachycuje algoritmus 3. VyuZiva jeden programovy kéd pro vSechny
procesy. Po nalezeni kandidatt na vitéze procesy rozdistribuuji tyto kandidaty mezi
ostatni procesy. Procesy pak redundantné vyhledédvaji mezi kandidaty vitézny neuron
a podle néj adaptuji své ¢édsti neuronové sité. Hlavni vyhodou tohoto postupu je, Ze vyu-
7iva origindlni Kohonenovo pravidlo a vyslednd sit’ pti paralelnim zpracovani odpovida
vysledné siti ze sekven¢niho algoritmu. Nevyhodou je, Ze v kazdé iteraci (po pfedloZeni
kazdého vstupniho vektoru) musi proces komunikovat se vSemi ostatnimi procesy, a to
proto, aby se ur¢il vitézny neuron a podle jeho polohy v mfiZce se mohly adaptovat ¢asti
sité v procesech. Pfi této komunikaci bude dochazet k ¢astému pfenosu malych dat, tim
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padem bude zatiZenad predevsim latenci. D4 se oc¢ekdvat, Ze to bude ptisobit jako pre-
kazka skélovatelnosti. Pfi konstantni velikosti neuronové sité a zvétsujicim se poctu vy-
pocetnich uzla bude zfejmé nartistat mnoZstvi komunikaéni rezie, coZ mtiZze degradovat
zrychleni.

Algoritmus 3 Paralelni online algoritmus s rozdélenim sité

Inicializuj vdhové vektory 0, identicky ve vSech procesech
t=0
for epocha =1 to Nepocr, do
urdi hodnoty «(t) a o(t)
for vstup = 1 to Nysyp do
t=t+1
for k € [neurony pfifazené procesu] do
spocti vzdalenosti dj, podle rovnice (1)
end for
MPI_Allgather zajisti rozdistribuovani vSech vzdalenosti d, mezi vSechny procesy
podle rovnice (2) nalezni vitézny neuron c
for k € [neurony pfifazené procesu] do
adaptuj vdhové vektory wj podle rovnice (3)
end for
end for
end for

Druhy zptisob je zndzornén algoritmem 4. Tento algoritmus je typu master/worker.
Worker procesy vyhledavaji kandidédty na vitézny neuron v ¢4sti sité a posilaji je do mas-
ter procesu. Ten z kandid4t(i na vitéze vybere globalniho vitéze a podle néj aktualizuje
neuronovou sit’. P¥islusné ¢asti neuronové sité pak rozesle do worker procesti. Toto se
opakuje v kazdé iteraci, tedy pfi kaZdém predloZeni vstupniho vektoru. Tento algorit-
mus se nejevi pfili§ vhodny, protoze paralelizuje pouze vyhleddvéni vitézného neuronu
a navic v kazdé iteraci pfenasi velké mnoZstvi dat v podobé ¢asti neuronové sité.

Algoritmus 5 je opét typu master/worker. V tomto pfipadé jedinym tikolem master
procesu je vybrat z doslych kandidatti na vitéze globalniho vitéze a rozeslat ho zpét do
worker procesti. Worker procesy jiz samy adaptuji pfidélené ¢asti neuronové sité. Tento
algoritmus je podobny algoritmu 3, ma tudiZ i stejné vyhody a nevyhody. Drobny rozdil
je v tom, Ze globdlni vitéz neni vyhledavan redundantné ve vSech procesech, ale pouze
v master procesu. Worker procesy v8ak musi ¢ekat, az master proces nalezne globalniho
vitéze a nemohou mezi tim vykondvat jinou préci. Drobny rozdil je i v komunikaci. U al-
goritmu 3 komunikuje kaZdy proces se vSemi ostatnimi. U tohoto algoritmu worker pro-
cesy komunikuji pouze s master procesem. Komunikace je tedy méné.

4.1.2 Davkovy algoritmus

Z paralelnich online algoritmt 4 a 5 miizeme odvodit paralelni ddvkové algoritmy.
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Algoritmus 4 Paralelni centralizovany online algoritmus s rozdélenim sité - master /wor-
ker

{master proces}
Inicializuj vdhové vektory wy,
t=0
for epocha =1 to Nepochy do
t=t+1
uréi hodnoty «(t) a o(t)
for vstup = 1 to Ny, do
MPI_Gather pfijme d; ze vSech worker procesti
pomoci rovnice (2) nalezni vitézny neuron c
fork=1toKdo
adaptuj vdhové vektory wy, podle rovnice (3)
end for
rozesli piislusné ¢asti adaptované neuronové sité worker procestim
end for
end for

{worker procesy}
for epocha =1 to Nepochy do
for vstup =1 to Nystyp do
for k € [neurony piifazené procesu] do
podle rovnice (6) spocti vzdalenosti dy,
end for
pomoci rovnice (2) nalezni vitézny neuron c
MPI_Gather odesle d. do master procesu
end for
pfijmi ¢ast adaptované neuronové sité z master procesu
end for
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Algoritmus 5 Paralelni decentralizovany online algoritmus s rozdélenim sité - mas-
ter /worker

{master proces}
for epocha =1 to Nepochy do
for vstup = 1 to Ny, do
MPI_Gather pfijmi d; ze vSech worker procesti
pomoci rovnice (2) nalezni vitézny neuron c
MPI_Bcast rozesli hodnotu ¢ worker procestm
end for
end for

{worker procesy}
Inicializuj vdhové vektory
t=0
for epocha =1 to Nepochy do
urd¢i hodnoty «(t) a o(t)
for vstup =1 to Nysyp do
t=t+1
for k € [neurony piifazené procesu] do
podle rovnice (6) spocti vzdalenosti dy,
end for
pomoci rovnice (2) nalezni vitézny neuron c
MPI_Gather odesle d. do master procesu
MPI_Bcast pfijme hodnotu ¢ z master procesu
for k € [neurony piifazené procesu] do
pricti hodnoty k ¢itateli a jmenovateli v rovnici (5)
end for
end for
for k € [neurony pfifazené procesu] do
adaptuj vdhové vektory wj podle rovnice (3)
end for
end for
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Algoritmus 6 Paralelni centralizovany davkovy algoritmus s rozdélenim sité - mas-

ter/worker

{master proces}
for epocha =1 to Nepochy do
uréi novou hodnotu o (t)
inicializuj ¢itatele a jmenovatele v rovnici (5) na 0
for vstup =1 to Nysyp do
MPI_Gather pfijme d; ze vSech worker procest
pomoci rovnice (2) nalezni vitézny neuron c
fork=1toKdo
pficti hodnoty k ¢itateli a jmenovateli v rovnici (5)
end for
end for
rozesli pfislusné ¢asti ¢itateltt a jmenovatelti z rovnice (5) worker procestim
end for

{worker procesy}
Inicializuj vdhové vektory
t=0
for epocha =1 to Nepochy do
for vstup = 1 to Nvstupti do
t=t+1
for k € [neurony piifazené procesu] do
podle rovnice (6) spocti vzdalenosti dj,
end for
pomoci rovnice (2) nalezni vitézny neuron c
MPI_Gather odesle d. do master procesu
end for
pfijmi ¢ast Citateld a jmenovatelti z rovnice (5) z master procesu
for k € [neurony pfifazené procesu] do
podle rovnice (5) adaptuj vdhové vektory
end for
end for
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Algoritmus 6 je odvozen z algoritmu 4. Je tedy implementovdn pomoci master/wor-
ker modelu. Neurony sité jsou rozdéleny mezi worker procesy, které nachazeji kandidaty
na vitéze ve své Casti sité a posilaji je do master procesu. Ten nalezne globdlniho vitéze
a akumuluje sumy v rovnici (5). Toto je opakovano pro vSechna vstupni data. Po piedlo-
Zeni vSech vstupnich dat master proces odesle piislusné soucty z rovnice (5) do worker
procest, které provedenim podilu v rovnici (5) adaptuji vahové vektory neuronti ve své
¢asti sité. Tento algoritmus neni pfili§ vyhodny, protoZe paralelizuje pouze vyhleddvani
vitéze a adaptaci neuront, zato akumulace sum v rovnici (5) neni paralelizovana viibec.
V kazdé iteraci se prendsi maléd data (kandidat na vitéze) a v kazdé epose data pomérneé
velkd (sumy citateli a jmenovatelti). Tato komunikace mtiZe mit negativni vliv na vykon
algoritmu.

Algoritmus 7 je odvozen z algoritmu 5. Opét vyuZzivd master/worker model. Mezi
worker procesy jsou rozdéleny neurony sité. Worker procesy ve svych ¢astech sité nacha-
zeji kandidaty na vitéze, které odesilaji do master procesu. Ten z doruc¢enych kandidata
vybira globalniho vitéze a rozesila ho do worker procesti, které podle néj akumuluji sumy
v rovnici (5). Toto se opakuje pro vSechna vstupni data. Na konci epochy, po pfedloZeni
vSech vstupnich dat, worker procesy adaptuji své ¢asti neuronové sité podle rovnice (5).
Algoritmus je zatiZen stejnou komunikaci jako algoritmus 5 a mohl by dosahovat podob-
nych ¢ast vypocti.

4.2 Rozdéleni dat

Algoritmus 8 zndzorfiuje paralelizaci s rozdélenim vstupnich dat za pouziti davkového
algoritmu [8]. Vstupni data jsou rovnomérné rozdélena mezi procesy a kazdy proces si
udrZuje kopii celé neuronové sité. Vypocet probihd obdobné jako pii sekven¢nim algo-
ritmu. KaZdy proces béhem ucici epochy predklddd své kopii sité své vstupni vektory,
vyhledava vitézny neuron a nédsledné pro vSechny neurony akumuluje Citatele a jmeno-
vatele podle rovnice (5). V rdmci epochy je to provedeno pro vSechna vstupni data pfi-
fazend k procesu. Pfed koncem epochy je nutné secist Citatele a jmenovatele rovnice (5)
mezi procesy a vysledek dorucit do vSech procesti, aby si podle n¢j mohly aktualizovat
své kopie sité. Z principu tohoto algoritmu je zfejmé, Ze je zapotfebi méné ¢astd komuni-
kace, neZ u paralelnich online algoritmt. Zpravy se pfendsi jen jednou za epochu, avsak
jsou objemnéjsi nez u online algoritmu s rozdélenim sité. Rozdéleni vstupnich dat mezi
procesy déava vétsi nadéji na dobrou skélovatelnost, protoze vstupnich dat je zpravidla
vétsi mnozstvi neZ neurond v siti a 1épe tak miiZzeme vyuZzit vétsi mnoZstvi procesort.

4.3 Hybridni algoritmus

Jako hybridni je ozna¢ovan algoritmus, ktery mezi procesy rozdéluje jak data, tak i sit'.
V literatufe se nachdzeji hybridni algoritmy zaloZené jak na davkovém uceni [7], tak i na
online uceni [10]. Tyto algoritmy vyuZivaji faktu, Ze poc¢atecniho topologického uspofa-
déni neuronové sité je dosazeno jiz po pomérné kratkém uceni. Poté jiz vstupni vektory
spadaji do urcité oblasti sité. Neuronovou sit’ tedy miizeme rozdélit na ¢asti a k témto
¢astem piifadit vstupni vektory, které do nich spadaji. Kazda ¢dst neuronové sité je pak
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Algoritmus 7 Paralelni decentralizovany ddvkovy algoritmus s rozdélenim sité - mas-

ter/worker

{master proces}
for epocha =1 to Nepochy do
for vstup =1 to Nysyp do
MPI_Gather pfijme d; ze vSech worker procesti
pomoci rovnice (2) nalezni vitézny neuron c
MPI_Bcast rozesle hodnotu ¢ worker procestm
end for
end for

{worker procesy}
Inicializuj vdhové vektory
t=0
for epocha =1 to Nepochy do
uréi novou hodnotu o (t)
inicializuj ¢itatele a jmenovatele v rovnici (5) na 0
for vstup =1 to Nystyp do
t=t+1
for k € [neurony pfifazené procesu] do
podle rovnice (6) spocti vzdalenosti dy,
end for
pomoci rovnice (2) nalezni vitézny neuron c
MPI_Gather odesle d. do master procesu
MPI_Bcast pfijme hodnotu c z master procesu
for k € [neurony piifazené procesu] do
pricti hodnoty k ¢itateli a jmenovateli v rovnici (5)
end for
end for
for k € [neurony pfifazené procesu] do
podle rovnice (5) adaptuj vdhové vektory
end for
end for
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Algoritmus 8 Paralelni ddvkovy algoritmus s rozdélenim dat

Inicializuj vdhové vektory
t=0
for epocha =1 to Nepochy do
urdi novou hodnotu o (t)
inicializuj ¢itatele a jmenovatele v rovnici (5) na 0
for vstup € [vstupy pfifazené procesu] do
t=t+1
fork=1toKdo
podle rovnice (6) spocti vzdalenosti dy,
end for
pomoci rovnice (2) nalezni vitézny neuron c
fork=1toKdo
pricti hodnoty k ¢itateli a jmenovateli v rovnici (5)
end for
end for
MPI_Allreduce secte sumy z rovnice (5) napfi¢ procesy a soucty uloZi do kazdého
procesu
fork=1toKdo
podle rovnice (5) adaptuj vdhové vektory
end for
end for
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ulena jen piislusnou &asti vstupnich dat. Vyhodou je, Ze v této fazi je provadéno méné
vypocth (Casti sité jsou uceny ¢astmi dat). Nevyhodou je, Ze tyto algoritmy nepodavaji
shodné vysledky se sekven¢nimi algoritmy. MtZe se totiz stat, Ze okoli vitézného neu-
ronu pfesahuje do sousedni ¢asti mapy a neni v ni adaptovano. Jelikoz je adaptované
okoli v priitbéhu uceni zmensovano, stava se to vSak stdle méneé casto. Pfikladem hybrid-
niho algoritmu je algoritmus 9.
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Algoritmus 9 Paralelni hybridni algoritmus

{master proces}
Rozdél mnozinu vstupnich vektort
Do kazdého worker procesu zasli indexy pfidélenych vstupnich vektort
for epocha =1 to Nepochy do
urdi novou hodnotu o (t)
if segmentacni epocha then
pfijmi histogramy z worker procest
rozdél mapu a vstupni vektory
rozesli adaptovanou mapu, hodnotu o(t), nové indexy pfidélenych vstupnich
vektorti a region, mapy do worker procesti p
else
rozesli adaptovanou mapu a hodnotu o () do vSech worker procesti p
end if
pfijmi sumy z rovnice (5) od worker procesti p
fork=1toKdo
podle rovnice (5) adaptuj vahové vektory
end for
end for

{worker procesy}
Inicializuj vdhové vektory
t=0
for epocha =1 to Nepochy do
if segmentacni epocha then
spocti histogram a zasli do master procesu
pfijmi adaptovanou mapu, hodnotu o(t), nové indexy pfidélenych vstupnich vek-
torti a region,, mapy
else
pfijmi adaptovanou mapu a hodnotu o ()
end if
inicializuj ¢itatele a jmenovatele v rovnici (5) na 0
for vstup € [vstupy pfifazené procesu] do
t=t+1
for k € region, do
podle rovnice (6) spocti vzdélenosti dy,
end for
pomoci rovnice (2) nalezni vitézny neuron c
for k € region, do
pficti hodnoty k ¢itateli a jmenovateli v rovnici (5)
end for
end for
odesli sumy z rovnice (5) do master procesu
end for
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4.4 Implementace

Algoritmy popsané v pfedchozi kapitole byly implementovany v prostftedi MPL.NET.
Vybrané algoritmy byly implementovéany ve vice variantach za tcelem optimalizace ko-
munikac¢nich ndkladt. Tabulka 1 shrnuje implementované algoritmy a jejich varianty.

4.4.1 Paralelni online algoritmus s rozdélenim sité a centralizovanym uc¢enim

V dal3im textu budeme pouZivat oznateni POCLNPMW (Parallel Online Centralized
Learning with Network Partitioning - Master/Worker). Jedna se o implementaci algo-
ritmu 4, ktery vyuZzivd dvourozmérnou obdélnikovou SOM s online u¢enim a rozdéle-
nim mapy mezi procesy. Algoritmus je implementovan s vyuzitim master/worker mo-
delu. Master proces inicializuje celou sit’ a rozesle ji worker procestim, aby mély vSechny
procesy sit’ shodné inicializovanou. Podle po¢tu spusténych procesti rozdéli master pro-
ces sit' na intervaly a tyto rozesle worker procestim, ¢imZ urci, nad kterou ¢asti sité
bude ktery worker proces pracovat. Na pocdtku kazdé ucebni epochy jsou zamichany
vstupni vektory, aby se odstranila zavislost sité na pofadi pfedkladanych vstupnich vek-
torti. V kazdém procesu vsak musi byt v jednom okamziku pfedklddan stejny vektor ze
vstupni mnoZiny, proto pred zapocetim uceni sité rozeSle master proces worker proce-
stm inicializa¢ni hodnotu generédtoru pseudondhodnych &isel a tato hodnota je pak po-
uZivéna pro michani pole se vstupnimi vektory ve vSech procesech. U¢ebni epocha déle
probiha nasledovné. Worker procesy pro jeden vstupni vektor naleznou kandidata na
vitézny neuron. To je neuron v rdmci pridélené casti sité, jehoz hodnota vdhového vek-
toru je euklidovsky nejbliZsi pfedklddanému vektoru. Soufadnice v neuronové miizce
a vzdélenosti od vstupniho vektoru kandidatt jsou odeslany master procesu, ktery po-
rovnanim vzdalenosti uréi vitézny neuron. Z jeho soufadnic urci miry sousednosti pro
kazdy neuron sité. Na zdkladé miry sousednosti, koeficientu uceni a vstupniho vektoru
master proces adaptuje neurony sité podle Kohonenova pravidla. Adaptovanou sit’ pak
rozesle worker procestim. Pokracuje se dalsi u¢ebni epochou.

4.4.2 Paralelni online algoritmus s rozdélenim sité a centralizovanym uc¢enim 2

V dal$im textu budeme pouzivat oznaceni POCLNPMW?2. Tento algoritmus uceni je shodny
s pfedchozim. Rozdil je v implementaci neuronové sité, kterd v tomto p¥ipadé uchovava
hodnoty vahovych vektort vSsech neuronti v jediném jednorozmérném poli. Objekt s neu-
ronovou siti je pouZivan nejen pro uloZeni sité, ale také pro pienos ¢ésti sité mezi procesy
pfi vypoctu. Experimentdlné jsme ovéfili, Ze pfenos jednorozmérného pole mezi procesy
je rychlejsi nez pfenos tfirozmérného pole se stejnym poctem uloZenych prvki. Toto zjis-
téni jsme zahrnuli do tohoto algoritmu, abychom zjistili jaky to bude mit dopad na dobu
uceni neuronové site.
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4.4.3 Paralelni online algoritmus s rozdélenim sité a decentralizovanym ucenim -
master/worker

V dals$im textu budeme pouZzivat oznaceni PODLNPMW (Parallel Online Decentrali-
zed Learning with Network Partitioning - Master/Worker). Toto je implementace algo-
ritmu 5. Pfed zapocetim uceni master proces rozesle worker procestim inicializa¢ni hod-
notu pro generdtor ndhodnych &isel, ktery je pouZivan pro zamichéni vstupnich vektort.
V jednotlivych iteracich musi worker procesy siti pfedklddat stejny vstupni vektor, proto
musi byt ve vSech worker procesech vektory zamichdny shodnym zptisobem. Master
proces inicializuje sit’ a celou ji posle do vSech worker procesti. Master proces rozdéli
sit' na oblasti o pfiblizné stejné velikosti a tyto oblasti pfifadi worker procestim. Worker
procesy predklddaji své ¢asti sité vstupni vektory a nachazeji kandidaty na vitéze, které
posilaji do master procesu. Ten pak naléza celkového vitéze a rozesild ho worker proce-
sum, ty pak podle né&j aktualizuji své kopie sité. Takovéto ucebni epochy se opakuji do
pfedepsaného poctu.

4.4.4 Paralelni online algoritmus s rozdélenim sité a decentralizovanym uc¢enim

V dal$im textu budeme pouZivat oznaceni PODLNP (Parallel Online Decentralized Lear-
ning with Network Partitioning). Jednd se o implementaci algoritmu 3. Tento algoritmus
je myslenkou podobny pfedchozimu, avSak nevyuZzivd master/worker model. VSechny
procesy vyuZzivaji stejny zdrojovy program, ktery je slou¢enim funkcionalit pfedchozich
master a worker procesti. Na zacatku algoritmu nulty proces rozesle inicializovanou sit’
ostatnim a taktéz zdklad pro generdtor ndhodnych &isel. Kazdy proces si pak vypocte
nad kterymi fadky sité bude pracovat a to podle poctu spusténych procest a vlastniho
ranku. Je zfejmé, Ze kdyz v pfedchozim algoritmu worker procesy odeslaly kandidaty
na vitéze do master procesu, musely ¢ekat na vysledek, nezZ mohly zacit s praci na vyhle-
davani nového kandidata pro nové data. V tomto algoritmu procesy rozesilaji kandidaty
prostfednictvim funkce allgather, kterd doru¢i mnoziny kandidéati do kazdého procesu.
Procesy pak redundantné ur¢i konecny vitézny neuron a podle néj kazdy proces aktuali-
zuje svou ¢ast mapy.

4.4.5 Paralelni davkovy algoritmus s rozdélenim dat a decentralizovanym ucenim

Déle budeme pouZzivat oznac¢eni PBDLDP (Parallel Batch Decentralized Learning with
Data Partitioning). Jde o implementaci algoritmu 8, ktery je zaloZen na sekven¢nim dav-
kovém algoritmu a rozdéleni vstupnich dat mezi procesy. Vsechny procesy bézi podle
jednoho programu, ktery vyuZiva kolektivni komunikaci. Mapa neuronti je obdéIlnikova
a jeji kopie je uchovévana v kazdém procesu. Kazdy proces zpracovava ¢ast vstupnich
dat. Kterd data bude proces zpracovdavat si vypocte na zdkladé poctu spusténych pro-
cestt a svého ranku. Na pocatku ucebni epochy jsou ve vSech procesech inicializovany
hodnoty ¢itatelt a jmenovatelt pro kazdy neuron na hodnotu 0. Nasleduje cyklus pres
pole vstupnich vektorti pfidélenych procesu. Pro kazdy vstupni vektor je nalezen vitézny

neuron v siti a k ¢itateldm a jmenovatelim podle rovnice (5) jsou pficteny piislusné hod-
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noty, vypoctené ze soufadnic vitézného neuronu a vstupniho vektoru. Za timto cyklem je
voldna funkce allreduce a to zvlast' pro Citatele a zvlast’ pro jmenovatele. Tato funkce pro-
stfednictvim vlastni redukéni operace secte Citatele a jmenovatele ze vSech procesti a vy-
sledné soucty ulozi do kazdého procesu. Na zédkladé vyslednych souctii je pak mozné
adaptovat neurony sité. Déle se postup opakuje pro dalsi u¢ebni epochy.

4.4.6 Paralelni davkovy algoritmus s rozdélenim dat 2

Déle budeme pouZivat ozna¢eni PBDLDP2. Program je shodny s pfedchozim. VyuZiva
pouze rozdilnou implementaci neuronové sité, kterd uklada hodnoty ¢itatelti a jmenova-
tel spole¢né pro vSechny neurony do jednoho jednorozmérného pole, které je na konci
kazdé epochy pfendSeno mezi procesy. Timto se pokousime zredukovat ¢as pottebny
pro pfenos Citatelti a jmenovatelt. Vychdzime z predpokladu, Ze jeden pfenos, namisto
pfenosu dvou poli - ¢itateltt a jmenovateld, je zatiZen polovi¢ni latenci a déle, Ze pfenos
jednorozmeérného pole je v MPLNET rychlejsi nez pfenos dvourozmérného pole o stej-
ném poctu prvki.

4.4.7 Paralelni davkovy algoritmus s rozdélenim sité a centralizovanym uc¢enim

Dale budeme pouzivat oznaceni PBCLNPMW (Parallel Batch Centralized Learning with
Network Partitioning - Master/Worker). Je to implementace algoritmu 6. Jedna se o mas-
ter/worker algoritmus ddvkového uceni, ktery na rozdil od piedchozich dvou neroz-
déluje mezi procesy vstupni data, ale neuronovou sit’. Master ndhodné inicializuje sit’
a rozesle ji worker procestim. Ndsledné rovnomérné rozdéli neuronovou sit' mezi wor-
ker procesy a rozesle worker procestim indexy prvnich a poslednich fadki, které budou
zpracovavat. VSechny procesy si udrzuji kopie vstupnich dat. U¢ebni epocha probiha
nasledovné. Na pocatku epochy si worker procesy vypoctou koeficient uceni a a itku
funkce okoli 0. Nasledneé pro kazdy vstupni zdznam worker procesy vyhledavaji vitézny
neuron v piidélené ¢asti sité a nalezené kandidaty na vitéze posilaji do master procesu.
Ten z nich vybira globalniho vitéze a podle néj akumuluje Citatele a jmenovatele dle rov-
nice (5). Po tom, co jsou takto zpracovany vSechny vstupni zdznamy, master proces posila
worker procestim matice ¢itateli a jmenovatelti. Worker procesy, na zédkladé téchto matic,
aktualizuji své pfidélené ¢asti neuronovych siti. Obdobnym zptisobem se u¢ebni epochy
opakuji az do predepsaného poctu. Aby mohla byt vysledna sit’ uloZena, jsou jeji ¢ésti
nakonec poslany do master procesu.

4.4.8 Paralelni davkovy algoritmus s rozdélenim sité 2

Dale budeme pouZivat oznateni PBCLNPMW?2. Tento algoritmus je shodny s pfedcho-

zim. VyuZivé rozdilnou implementaci neuronové sité, ktera uklada hodnoty citatelti a jme-
novatelli spole¢né pro vSechny neurony do jednoho jednorozmérného pole, které je na-

sledné pouZivdno v zavéru epochy pro pienos mezi procesy. Timto zplisobem se opét

pokousime sniZit komunikaéni reZii.
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4.4.9 Paralelni davkovy algoritmus s rozdélenim sité a decentralizovanym uc¢enim

Dale budeme pouZivat oznateni PBDLNPMW (Parallel Batch Decentralized Learning
with Network Partitioning - Master/Worker). Toto je implementace algoritmu 7. Jedna
se o0 master /worker algoritmus ddvkového uceni, ktery rozdéluje mezi procesy neurono-
vou sit’. Algoritmus pracuje nasledovné. Master vytvoii a ndhodné inicializuje sit/, tu pak
rozesle worker procestim. Master rozdéli neuronovou sit’ na ¢asti, nad kterymi budou
pracovat worker procesy. Indexy pocatka a konct téchto ¢asti zasle worker procestim.
Worker procesy si uchovavaji viechna vstupni data. Na zacatku ucebni epochy si worker
procesy spoctou sitku funkce okoli o a vynuluji matice ¢itatelti a jmenovatelii dle rovnice
(5). Worker procesy postupné predklddaji vstupni data své pridélené ¢asti neuronové sité
anachézeji soufadnice kandidata na vitézny neuron. Kandidéta na vitéze zasilaji do mas-
ter procesu, ktery nalezne vitézny neuron a jeho soufadnice zasle zpét worker procestim.
Ty pak akumuluji ¢itatele a jmenovatele dle rovnice (5) v téch ¢astech matic, které od-
povidaji pfidélenym ¢astem neuronové sité. Po zpracovani vSech vstupnich dat, worker
procesy aktualizuji své ¢asti neuronovych siti na zakladé matic citateli a jmenovateld.
Ucebni epochy se timto zptisobem znovu opakuji az do poZadovaného poctu. Na zavér
worker procesy poslou své ¢asti sité do master procesu, aby je tento mohl ulozit.

4.4.10 Paralelni davkovy hybridni algoritmus

Dale budeme pouZivat ozna¢eni PBHLMW (Parallel Batch Hybrid Learning - Master /Wor-
ker). Zde se jednd o implementaci algoritmu 9. Tento algoritmus je oznacovan jako hyb-
ridni, nebot’ mezi procesy rozdéluje jak sit/, tak i vstupni data. Jednd se o master/worker
algoritmus. Master nejprve rozdéli vstupni data na stejné velké ¢ésti a ty poté rozdéli
mezi worker procesy. Desetinu pfedepsaného poctu epoch pak algoritmus funguje jako
paralelni davkovy algoritmus. Utelem této faze je pieduspotadat neuronovou sit'. Zby-
Iych devét desetin epoch funguje algoritmus jako hybridni. Na pocdtku hybridni faze
master proces spocte histogram, ktery obsahuje informaci o tom, ktery neuron je nejbliZe
jakému poctu vstupnich vektort. Na zdkladé tohoto histogramu je pak pomoci rekur-
zivni bisekce rozdélena neuronova sit’ na obdélnikové oblasti tak, aby do téchto oblasti
néleZelo pokud mozno obdobné mnoZstvi vstupnich vektort. Oblasti je vytvoieno to-
lik, kolik je worker procesti. Soufadnice oblasti a indexy vstupnich dat do téchto oblasti
spadajicich jsou zasldny worker procestim. Deset epoch pak worker procesy predkladaji
pfifazena vstupni data své ¢asti neuronové sité a aktualizuji ji pomoci ddvkového algo-
ritmu. KaZdou desatou epochu pak worker procesy spoctou nové histogramy ve své ¢asti
sité. Tyto vysledky odeslou do master procesu, ktery je slou¢i do jednoho histogramu a na
jeho zdkladé znovu pferozdéli oblasti a indexy vstupnich vektort mezi worker procesy.
Toto se opakuje aZ do predepsaného poctu epoch.

4.4.11 Paralelni davkovy hybridni algoritmus 2

Dale budeme pouzivat ozna¢eni PBHLMW?2. Je to variace na piedchozi algoritmus. Roz-
dil spociva v odlisné implementaci neuronové sité. V tomto pfipadé neuronova sit’ uklada
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hodnoty sloZek vdhovych vektort v jednorozmérném poli a hodnoty ¢itateli a jmenova-
teltt ve druhém jednorozmérném poli. Jedna se o experiment s cilem sniZit ndklady na
meziprocesni komunikaci.

4.4.12 Paralelni davkovy hybridni algoritmus 3

Déle budeme pouzivat oznaceni PBHLMWS3. Snaha o dalsi zrychleni pfedchoziho algo-
ritmu. Implementace se ve velké mife shoduje s pfedchozi. Na rozdil od ni, je zde pouzito
pro pfenos histogramu mezi procesy tfirozmérné pole typu Integer, namisto dvourozmeér-
ného pole typu List.



Algoritmus Uceni Mezi procesy se déli | Jednou za iteraci se | Jednou za epochu se | Jednou za 10 epoch
pfenasi pfenasi se pfenasi

SOL online

SBL davkové

SBL2 davkové

PBCLNPMW | davkové | sit’ Winner ¢ast citateli a jmeno-
vateld (objekt)

PBCLNPMW?2 || davkové | sit’ Winner ¢ast citateli ajmeno-
vatelt (pole)

PBDLDP davkové | data Citatelé a jmenova-
telé (objekt)

PBDLDP2 dévkové | data Citatelé a jmenova-
telé (pole)

PBDLNPMW || davkové | sit’ Winner

PBHLMW davkové | sit’ i data sit’ (objekt), ¢ast ¢i- | hranice oblasti, in-
tateli a jmenovateli | dexy dat, histogram
(objekt) (pole seznamt)

PBHLMW?2 davkové | sit’ i data sit’ (objekt), ¢ast ¢i- | hranice oblasti, in-
tateli a jmenovateli | dexy dat, histogram
(pole) (pole seznamt)

PBHLMW3 davkové | sit’ i data sit’ (objekt), ¢ast Ci- | hranice oblasti, in-
tateli a jmenovateli | dexy dat, histogram
(pole) (pole)

POCLNPMW || online sit’ Winner ¢ast sité (pole ob-
jektt)

PODLNP online sit’ Winner

PODLNPMW || online sit’ Winner

Tabulka 1: Pfehled implementovanych algoritm

Ge
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5 Testy

YN 2

V této kapitole se zaméfim na ovéfeni funkénosti implementovanych algoritmti a na po-
rovndni jejich vykonti pii riznych podminkach.

Testovéani bylo provadéno na skolnim Windows HPC serveru 2008. Tento server je
sloZen ze 3 vypocetnich uzld, které jsou propojeny 1Gb linkou. Kazdy uzel obsahuje dva
¢tyf-jadrové procesory a 12GB paméti.

5.1 Ovéreni spravné funkce algoritmu

Abychom dokazali, Ze implementované algoritmy davaji spravné vysledky, nechali jsme
kazdym algoritmem naucit tfi sady dat. K vyslednym neuronovym sitim jsme spocitali
relativni U-matice, které jsme zobrazili jako ¢tvercové sité, kde kazdy ctverecek odpo-
vida relativni U-vy3ce jednoho neuronu. Bild barva ¢tvere¢ku odpovida hodnoté 0, cerna
barva hodnoté 1. Bilé ¢tverecky tedy oznacuji neurony, které jsou podobné (jejichZ va-
hové vektory jsou euklidovsky blizko) svym sousedtim. Na vzniklych obrazcich jsou pak
lidskym okem rozeznatelné shluky, které byly nalezeny ve vstupnich datech.

Prvni sadu dat pro tento test tvofil uméle pfipraveny soubor. Data byla vygenero-
véna tak, aby obsahovala 10 neptekryvajicich se shlukii. Kazdy shluk obsahoval 100 za-
znamt, které byly tvofeny 3-rozmérnymi vektory. VSechny zdznamy spadaly do jednot-
kové krychle.

Vyroba dat probihala ndsledovné. Nejdiive byly definovany konkrétni sttedy shluku
a to na pozicich [0,2; 0,2; 0,2], [0,2; 0,7; 0,2], [0,7; 0,2; 0,2], [0,7; 0,7; 0,2], [0,2; 0,2; 0,7], [0,2;
0,7;0,71,10,7; 0,2, 0,71, [0,7;0,7; 0,7], [0,45; 0,45; 0,45], [0,45; 0,45; 0,9]. Z kazdého stfedu pak
byly vyrabény vektory tak, Ze k hodnoté kazdé soufadnice stfedu bylo pfi¢teno nahodné
¢islo z intervalu <-0,001; 0,001>. Z kazdého stfedu bylo takto vyrobeno 100 vektor.

Druhou a tfeti sadu dat tvofila data prevzata z projektu Databionic ESOM Tools [11].

Druhé sada obsahovala 1000 3-rozmérnych zdznamui. Polovina zdznamf tvofila jednu
kruznici a druhd polovina zdznamu druhou kruZnici. Roviny kruZznic sviraly thel 90°
a kruZznice byly v prostoru polozené tak, ze tvofily dva ¢lanky fetézu. Viz. obrazek 2a.

Tteti sadu dat tvofilo 800 2-rozmérnych zdznami. Zaznamy tvofily dva ¢tvercové
shluky, které se dotykaly v jednom vrcholu. Viz. obrazek 2b.

Uceni probihalo 1000 epoch a bylo spusténo na 4 vypocetnich jadrech.

Vysledné relativni U-matice vidime na na obrazku 3. Rozpozname zde vSech 10 shlukt
ze vstupnich dat. Na obrazcich hybridnich algoritmt (Obréazky 3f, 3g, 3h) jsou patrné
rovné hranice mezi shluky, které ukazuji, Ze tyto algoritmy nepracuji shodné s ostatnimi
algoritmy. Tyto hranice odpovidaji hranicim déleni sité mezi procesy.

U-matice druhé sady dat jsou na obrazku 4. Obrazek 4a je referen¢ni a pochazi z [11].
Mftizeme vidét, Ze ndmi vytvofené U-matice odpovidaji referen¢ni. Vyjimku tvoii opét
hybridni algoritmy (obrazky 4g, 4h, 4i), které v tomto pfipadé naprosto selhaly, ¢imZ se

Tteti sadu dat zobrazuje obrdzek 5. Obrazek 5a je opét referen¢ni a pochdazi z [11].
U-matice vétsiny algoritmu odpovidaji referenéni U-matici. I zde se projevila odlisnost
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1

(a) Chainlink (b) TwoDiamonds

Obrazek 2: Zobrazeni druhé a tfeti sady dat.

hybridni implementace. Na obrazcich 5g, 5h, 5i je patrné, Ze vstupni data obsahuji dva
shluky, ale jiZ z nich nevyplyv4, Ze se tyto dva shluky dotykaji.
Témito testy bylo dokdzédno, Ze algoritmy s vyjimkou hybridnich funguji podle oce-

vV

kavani. Hybridni algoritmy fungovaly jen s jednodussimi daty a i v téchto p¥ipadech
podavaly zkreslené vysledky. Se sloZitymi daty byly hybridni algoritmy nepouZitelné.
5.2 Testy rychlosti algoritmu

Pro otestovani rychlosti vypoctu jsme ndhodné vygenerovali tfi sady vstupnich dat s roz-
dilnym pocétem zdznam a s rozdilnou velikosti dimenze vstupniho vektoru:

e 100 zdznamt s dimenzi 30

e 10000 zdznamt s dimenzi 5

e 10000 zaznamt s dimenzi 30
Byly pouZity dvé velikosti SOM:

e 6x6 neuront

e 50x50 neuronti

Meéfeni bylo provedeno pro vSechny kombinace vyse popsanych algoritm, sad vstup-
nich dat a velikosti SOM. Kazdy paralelni algoritmus byl spustén na 2 az 16 jadrech. Na
tomto misté je nutné si uvédomit, Ze pokud byl program spustén na 8 nebo méné jadrech,
pak béZel v rdmci jednoho stroje. Pokud byl spustén na 9 nebo vice jadrech, pak béZel na
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P

(a) PBCLNPMW (b) PBCLNPMW2 (c) PBDLDP
(d) PBDLDP2 (e) PBDLNPMW (f) PBHLMW
(g) PBHLMW2 (h) PBHLMW3 (i) POCLNPMW
(j) PODLNP (k) PODLNPMW (1) SBL
(m) SBL2 (n) SOL

Obrézek 3: Vizualizace U-matic neuronovych siti - oddélené shluky
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2 N\

(a) U-matice (b) PBCLNPMW (c) PBCLNPMW?2
(d) PBDLDP (e) PBDLDP2 (f)y PBDLNPMW
€L 3
-I_"'-—_.‘l :i.
(g) PBHLMW (h) PBHLMW?2 (i) PBHLMW?3
g m
(j) POCLNPMW (k) PODLNP (1) PODLNPMW
m E‘
(m) SBL (n) SBL2 (o) SOL

Obrazek 4: Vizualizace U-matic neuronovych siti - Chainlink
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(a) U-matice (b) PBCLNPMW (c) PBCLNPMW2

= | =,

i e

(d) PBDLDP (e) PBDLDP2 (f) PBDLNPMW

() PBHLMW (h) PBHLMW2 (i) PBHLMWS3

L .|-""1'l..
- — }'

(j) POCLNPMW (k) PODLNP (1) PODLNPMW
ppl— —— S
(m) SBL (n) SBL2 (0) SOL

Obrazek 5: Vizualizace U-matic neuronovych siti - Two Diamonds
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vice vypocetnich uzlech a bylo nutné komunikovat po siti, coZ komunikaci zpomalilo.
Programy byly spustény samostatné tak, aby nesoupeftily o prostfedky stroje (sbérnice,
pameét’) s jinymi programy. Do méfeni byl zapocitdn pouze ¢as uceni. Nebylo tedy za-
pocitdno naditani dat, inicializace mapy, ukladani mapy, apod.. U vétSiny algoritmt bylo
provedeno 10 epoch uceni. U hybridnich algoritm@ bylo provedeno 100 epoch uceni.
Nameéfené ¢asy byly vydéleny poctem ucebnich epoch, ¢imz vznikly primérné casy na
jednu epochu. Tyto vysledky méfeni jsou zndzornény v grafech na obrazcich 6-11 a od-
povidajicich tabulkach 2-7.

Z grafu 6 a tabulky 2 vidime, Ze malou sit’ o velikosti 6 x6 neuronti nemd cenu ucit 100
zédznamy o dimenzi 30, nebot’ to jsou stdle mald data na to, abychom pi¥i vypoctu profito-
vali z paralelizace. Nejlepsiho ¢asu bylo dosaZeno se sekven¢nim ddvkovym algoritmem
SBL. VSechny paralelni algoritmy mély v tomto pfipadé horsi ¢asy, nebot’ z divodu malé
velikosti SOM a malého objemu vstupnich dat u nich pfevladla komunika¢ni rezie nad
Casem stravenym vypocty.

Pti testu s neuronovou siti o velikosti 50x50 neuronti u¢enou 100 zdznamy o di-
menzi 30 jiZ nékteré paralelni algoritmy dosédhly zrychleni vypoctu. LepSich ¢asti nez
nejlepsi sekvenéni algoritmus SOL dosahly algoritmy PODLNP, PODLNPMW, PBDLN-
PMW. Tyto algoritmy déli mezi procesy neuronovou sit'. JelikoZz v tomto testu bylo pou-
zito malo vstupnich zaznamt, dalo se oc¢ekdvat, Ze v ném neuspéji algoritmy s délenim
dat, coz se také potvrdilo.

Dalsi test pouZival malou sit’ 6 x6 neuronti a ucil ji daty o 10000 zaznamech s dimenzi
5. Dostatek dat a nedostatek neuronti by mél zvyhodiovat algoritmy s rozdélenim dat
a znevyhodniovat algoritmy s rozdélenim sit€, coz se potvrdilo. Paralelni algoritmy s roz-
délenim sité dosahovaly horsich ¢asti neZ sekven¢ni algoritmy. V tomto testu se osvéd-
¢ily algoritmy PBDLDP a PBDLDP2. S rostoucim poctem procest se zrychlovalo uceni.
To platilo aZ do 12 procesti. Od 13 do 16 procesti se jiZ uceni nezrychlovalo. Algoritmus
PBDLDP2, ktery vyuZiva pro pfenos pole, byl rychlejsi nez algoritmus PBDLDP, vyuZi-
vajici pro pfenos objekty. Rychlejsi neZ sekvencni algoritmy byly také paralelni hybridni
algoritmy. Jejich namétené ¢asy vSak neskélovaly s rostoucim poctem procesti.

Pfi pouZiti neuronové sité 50x50 neuronti jsou jiz obdobné vysledky jak pro 10000
zdznamu s dimenzi 5, tak pro 10000 zaznamt s dimenzi 30. V obou piipadech jiz mdme
dostatek prostoru pro algoritmy s délenim sité i délenim dat. Nejlépe pracuji algoritmy
PBDLDP a PBDLDP2. Cas vypottu se sniZuje se zvySujicim se poétem spusténych pro-
cesti. Pfi spusténi 9 procesti trva uceni déle nez pfi pouZiti 8 procesti, coz je zptisobeno
nutnou komunikaci po siti. Opét se projevuje, Ze pfendseni poli mezi procesy je rychlejsi
nez pfendsSeni objektt. Algoritmus PBDLDP2 proto dosahuje lepSich ¢asti neZ algorit-
mus PBDLDP. PBDLDP?2 také 1épe skéluje pfi spusténi 9 az 16 procesti a pfi 16 spusteé-
nych procesech dosahuje nejkratsiho ¢asu uceni. Algoritmy PBDLNPMW, PODLNP, PO-
DLNPMW jsou také pouZitelné, aviak dosahovaly o néco horsich ¢asti. Cas vypoctu se
u téchto algoritmt sniZoval od 2 do 8 spusténych procesti. U 9 a vice spusténych procesti,
kdy se zacala vyuZivat pomald komunikace po siti, se ¢as vypoctu zna¢né prodlouZil, coz
se dalo ostatné ocekdvat. Komunikace po siti zvysila latenci a na tu jsou tyto algoritmy
citlivé, protoZe prendaseji v kazdé iteraci soutfadnice vitézného neuronu. Hybridni algo-
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Obrézek 6: Zavislost ¢asu vypoctu na poctu procesort. (Data 30x100; sit’ 6x6)

ritmy dosahovaly lepsich ¢asti nez algoritmy sekvencni, avsak ¢as vypoctu u nich ne-
Skaloval s po¢tem vyuZitych procesorti. Naméfené ¢asy neopisuji Zddnou smysluplnou
funkci a jevi se nahodilé. To je pravdépodobneé zptisobeno neoptimalnim rozdélovanim
neuronové sité a vstupnich dat mezi procesy v rdmci synchroniza¢nich epoch. PouZiti
rekurzivni bisekce pro rozdélovani sité se tak v praxi neosvédcilo.

Ve vSech testech se ukézalo, Ze algoritmy s centralizovanym uéenim (PBCLNPMW,
PBCLNPMW?2, POCLNPMW) nejsou v praxi piili§ pouzitelné. P¥i pouziti dvou procesti
byly tyto algoritmy rychlejsi neZ algoritmy sekvencni, avsak s rostoucim poc¢tem procest
rostl jejich ¢as vypoctu. Tento vysledek se dal ocekavat, nebot’ master proces, ktery zabez-
pecoval centralizované uceni, musel mit evidentné vic prace nez ostatni worker procesy.
S rostoucim poctem pouzitych procesti zde znatelné pfibyva komunikaéni reZie, avsak
vyhoda z paralelniho vyhleddvani BMU je jen minimaélni.
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Primerna doba uceni jedné epochy [ms]

Primerna doba uceni jedné epochy [ms]
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Obrazek 7: Zavislost ¢asu vypoctu na poctu procesorti. (Data 30x100; sit’ 50x50)
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Obrazek 8: Zavislost ¢asu vypoctu na poctu procesorti. (Data 5x10000; sit’ 6 x6)
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Obrazek 9: Zavislost ¢asu vypoctu na poctu procesorti. (Data 5x10000; sit’ 50 x50)
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Obrézek 10: Zavislost ¢asu vypoctu na poctu procesorti. (Data 30x10000; sit’ 6x6)
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Primerna doba uceni jedné epochy [ms]
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Obrézek 11: Zavislost ¢asu vypocétu na poctu procesorti. (Data 30x10000; sit’ 50 x50)
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6 Zaver

Cilem prace bylo zmapovat moZnosti paralelizace neuronovych siti, konkrétné Kohone-
novych samoorganizovanych map. Byl zde probrdn tivod do problematiky neuronovych
siti. Podrobné byly popsdny samoorganizované mapy a sekvenéni i paralelni algoritmy
k jejich uceni. Tyto algoritmy byly implementovany a otestovény.

Pro implementaci paralelnich algoritmt bylo zvoleno prostfedi MPL.INET, které je im-
plementaci standardu Message Passing Interface pouZitelnou ve frameworku Microsoft
NET. Béhem testovani se ukézalo, Ze pfenosova rychlost jednotlivych funkci MPL.NET
je zavisla na pfenaSeném typu. MPL.NET sice umoziiuje pohodIné pfenaseni objektt, ale
pokud se snazime dosdhnout maximdlni rychlosti programi, pak musime pro pfenos po-
uZivat struktury a pole, ¢imz vlastné p¥ichazime o vyhody tohoto frameworku. MPLNET
bychom doporucili jako rychly prototypovaci néstroj pro implementaci paralelnich algo-
ritmd, ale pro redlné nasazeni bychom v budoucnu dali pfednost Microsoft MPI.

Implementované algoritmy byly otestovany jak z hlediska spravné funkce, tak z hle-
diska rychlosti. Testovani probihalo na Microsoft Windows HPC serveru 2008. Spravna
funkce algoritmii byla ovéfena vypoctem U-matic a jejich porovndnim s referenénimi U-
maticemi z projektu Databionic ESOM Tools. Paralelni implementace byly otestovany
spusténim na 2 az 16 procesorech za pouZiti riznych velikosti neuronovych siti a rtz-
nych objem vstupnich dat. Takto naméfené ¢asy jsou zde prezentovany ve formé tabu-
lek a grafti.

Dle o¢ekavani Spatné dopadly vysledky paralelnich algoritmii s centralizovanym uce-
nim. Potvrdilo se, Ze tyto algoritmy neni vhodné implementovat v prostfedi pfeddvani
zprdv. Jako nejpouZiteln€jsi se ukdzaly paralelni algoritmy s ddvkovym ucenim a rozdéle-
nim dat, které dosahovaly nejlepsich ¢asti vypoctii a dobfe Skdlovaly s poctem procesorti.
Obstojné pracovaly i algoritmy s rozdélenim sité a to jak s ddvkovym ucéenim, tak i s on-
line u¢enim. BohuZel jen maximdlné na 8 procesorech, které byly soucésti jednoho vypo-
¢etniho uzlu. Pokud byly tyto algoritmy spustény na vice procesorech a muselo tak dojit
k sitové komunikaci mezi uzly, zacal se u nich prodluzovat ¢as vypoctu. Toto chovani
bylo také pfedvidatelné, nebot’ tyto algoritmy pouZivaji velmi ¢astou komunikaci. Zkla-
manim byly vysledky hybridnich algoritmt. U-matice vzeslé z hybridnich algoritmii ne-
na téchto U-maticich rozeznat shluky v datech obsazené. Casy vypoctu u téchto algo-
ritmt byly sice mensi neZ u sekvenénich variant, ale neskélovaly s po¢tem procesort.

Pfi ptfipadnych dalSich experimentech by bylo vhodné otestovat algoritmy na vét-
$ich neuronovych sitich a objemnéjsich datech. A to zejména ty algoritmy, které tspésné
pracovaly pouze do 8 procesti. Na vétsi tloze by se mohlo projevit zrychleni algoritmt
i navzdory pomalejsi komunikaci po siti mezi vypocetnimi uzly.
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Algoritmus Doba uceni jedné epochy v ms v zavislosti na poctu procesori

Procestl T [2 [3 [4 1[5 J[6 [7 8 9 J10 J[11 J12 [13 |14 [15 16
PBCLNPMW 2.865 | 2.95 3.363 | 3.211 | 3.203 | 3.373 | 3.375 | 4.164 | 4.145 | 4125 | 4232 | 5.774 | 6.18 7.368 | 5.308
PBCLNPMW?2 24 2575 | 2.569 | 2.731 | 2.738 | 2.795 | 2.751 | 3.374 | 3.753 | 3.46 3.578 | 5.164 | 5.087 | 5.611 | 4.142
PBDLDP 4.167 | 4376 | 4724 | 5.228 | 5992 | 6.109 | 6.507 | 8.106 | 8.746 | 9.367 | 10.06 | 12.71 | 13.52 | 13.13 | 14.29
PBDLDP2 2702 | 2471 | 2.438 | 2.484 | 2.449 | 2.561 | 2.509 | 3.898 | 3.912 | 4.225 | 4.413 | 6.992 | 5.131 | 5.295 | 6.886
PBDLNPMW 2553 | 2.274 | 1.999 | 2.089 | 2.161 | 2.259 | 2.099 | 8.201 | 9.583 | 9.951 | 10.17 | 12.45 | 12.31 | 10.82 | 9.916
PBHLMW 5.045 | 4.55 4935 | 5.536 | 5917 | 6.398 | 6.807 | 7.274 | 7.774 | 8.59 8.892 | 10.4 11.22 | 10.88 | 13.05
PBHLMW?2 5.026 | 3.555 | 3.348 | 3.547 | 3.511 | 3.667 | 3.714 | 4.459 | 4.658 | 5.092 | 5.051 | 6.686 | 7.17 7.419 | 6.69
PBHLMW3 5.156 | 4.086 | 3.381 | 3.462 | 3.536 | 3.661 | 3.755 | 4.353 | 4.646 | 5.003 | 4.906 | 6.671 | 6.937 | 6.954 | 6.72
POCLNPMW 3.712 | 4.7 4.608 | 4.014 | 4.781 | 4.101 | 4.15 4957 | 6.19 5358 | 5.319 | 6.558 | 6.322 | 7.208 | 6.133
PODLNP 2.051 | 2.415 | 2.172 | 2.691 | 2.89 3.273 | 3.257 | 1559 | 20.07 | 23.44 | 26.42 | 29.23 | 29.47 | 30.79 | 18.3
PODLNPMW 2399 | 2219 | 2.093 | 2.169 | 2.224 | 2.241 | 2.201 | 9.537 | 8.649 | 10.25 | 10.93 | 10.7 10.22 | 12.08 | 11.29
SBL 1.922

SBL2 2.106

SOL 3.023

Tabulka 2: Zavislost doby vypoctu na poctu procesorti. (100 zdznamt o dimenzi 30, sit’ 6 x6 neurontl)
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Algoritmus Doba uceni jedné epochy v ms v zavislosti na poctu procesori

T [2 [3 [4 1[5 J[6 [7 8 9 J10 J[11 J12 [13 |14 [15 16
PBCLNPMW 128.1 | 118.2 | 118.2 | 113.7 | 114.4 | 115.1 | 1145 | 112.8 | 114.6 | 1139 | 1145 | 142.2 | 141.5 | 115.7 | 1409
PBCLNPMW?2 7891 | 77.86 | 79.29 | 77.78 | 77.62 | 79.29 | 7894 | 80.49 | 81.03 | 81.02 | 82.09 | 83.62 | 102 102.8 | 82.45
PBDLDP 149 158.1 | 181.1 | 208.4 | 242.1 | 269.4 | 306.6 | 369.8 | 406.7 | 446.7 | 495.2 | 555.6 | 671.8 | 697.6 | 683.5
PBDLDP2 90.87 | 75.39 | 71 71.06 | 79.28 | 84.78 | 91.92 | 123 133.3 | 152 168.1 | 186.4 | 206 222.6 | 238.1
PBDLNPMW 1153 | 59.76 | 39.69 | 32.54 | 28.17 | 24.5 21.43 | 28.64 | 29.25 | 26.11 | 25.41 | 24.8 2242 | 25.06 | 21.76
PBHLMW 210.3 | 153.8 | 168.7 | 185 213.7 | 241.1 | 272.8 | 309.3 | 357 380.2 | 436.9 | 538.3 | 587.6 | 638.3 | 664.1
PBHLMW?2 191.2 | 86.11 | 7529 | 79.34 | 88.36 | 89.63 | 102.4 | 129.8 | 149.6 | 168.3 | 189.9 | 2134 | 237.4 | 251.2 | 284
PBHLMW3 201.1 | 69.03 | 91.97 | 79.53 | 92.89 | 94.97 | 110.8 | 131.9 | 149.2 | 166.4 | 191.8 | 2049 | 236.6 | 250.7 | 281.2
POCLNPMW 102.6 | 91.73 | 133.2 | 84.34 | 8242 | 81.97 | 81.99 | 84.33 | 83.04 | 82.44 | 130.6 | 101.3 | 101.4 | 209.1 | 85.62
PODLNP 41.89 | 41.13 | 20.51 | 27.52 | 22.09 | 17.86 | 16.89 | 28.9 33.67 | 33.25 | 37.37 | 37.06 | 38.73 | 40.78 | 24.4
PODLNPMW 127 67.62 | 40.89 | 20.45 | 26.89 | 21.92 | 17.49 | 2341 | 19.87 | 22.78 | 19.45 | 20.03 | 19.41 | 19.35 | 19.47
SBL 129.1
SBL2 149.6
SOL 71.84

Tabulka 3: Zavislost doby vypoctu na poctu procesorti. (100 zdznamt o dimenzi 30, sit’ 50 x50 neuronti)
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Algoritmus Doba uceni jedné epochy v ms v zavislosti na poctu procesori
T [2 [3 [4 1[5 J[6 [7 8 9 J10 J[11 J12 [13 |14 [15 16

PBCLNPMW 107 4539 | 450.5 | 1553 | 1427 | 1558 | 1543 | 3489 | 3178 | 3174 | 3117 | 3653 | 3250 | 3831 | 4241
PBCLNPMW?2 110.4 | 458.7 | 462.7 | 1066 | 1053 | 1603 | 1512 | 3203 | 3223 | 3172 | 3084 | 3871 | 3479 | 3726 | 3820
PBDLDP 48.67 | 33.98 | 28.3 23.83 | 21.71 | 20.79 | 20.26 | 19.6 18.77 | 18.41 | 18.14 | 21.77 | 19.08 | 19.56 | 20.73
PBDLDP2 49.5 33.78 | 26.24 | 21.87 | 19.08 | 17.42 | 16.5 1534 | 14.69 | 13.38 | 13.04 | 13.9 13.43 | 11.89 | 13.62
PBDLNPMW 110 1049 | 92.51 | 1085 | 103.9 | 1085 | 107.2 | 797.5 | 820 815.5 | 826.2 | 916.3 | 945.2 | 951.4 | 951.6
PBHLMW 62.38 | 26.51 | 19.81 | 15.81 | 10.71 | 27.97 | 12.29 | 13.53 | 12.56 | 10.43 | 14.04 | 143 14.2 14.96 | 14.45
PBHLMW?2 79.24 | 25.1 25 221 24.66 | 20 19.74 | 20.54 | 21.09 | 20.89 | 26.29 | 23.23 | 22.41 | 29.27 | 284
PBHLMW3 84.39 | 31.86 | 33.82 | 2049 | 2892 | 23.67 | 20.84 | 21.63 | 22.04 | 22.12 | 22.66 | 33.95 | 28.21 | 29.92 | 39.68
POCLNPMW 1139 | 464.1 | 462.1 | 1277 | 1534 | 1347 | 1328 | 3222 | 3242 | 3425 | 3052 | 4201 | 3913 | 3910 | 3855
PODLNP 1154 | 141.7 | 142.8 | 190.3 | 210.4 | 238.3 | 259.2 | 1443 | 1819 | 2261 | 2533 | 2723 | 2770 | 2804 | 1646
PODLNPMW 121 103.6 | 96.48 | 100.9 | 111.7 | 109.1 | 113.1 | 724.6 | 822.2 | 796.3 | 926.9 | 987.2 | 1002 | 877.1 | 971.8
SBL 86.69

SBL2 91.32

SOL 89.75

Tabulka 4: Zavislost doby vypoctu na poctu procesorti. (10000 zédznamt o dimenzi 5, sit’ 6x6 neuronti)
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Algoritmus Doba uceni jedné epochy v ms v zavislosti na poctu procesori

T [2 [3 |4 5 [6 [7 [8 [9 J10 [11 J12 [13 |14 [15 |16
PBCLNPMW 3484 | 3874 | 3851 | 4972 | 4990 | 4848 | 4813 | 6228 | 6072 | 6168 | 6319 | 7602 | 7497 | 7736 | 7278
PBCLNPMW?2 3277 | 3671 | 3669 | 4331 | 4298 | 4648 | 4629 | 5662 | 5874 | 6103 | 5949 | 7666 | 7549 | 6580 | 7459
PBDLDP 2198 | 1515 | 1199 | 1012 | 895.7 | 798.7 | 750 957.7 | 782.3 | 757.7 | 759 817 813.1 | 818.8 | 768.7
PBDLDP2 2247 | 1493 | 1117 | 910.2 | 774.8 | 657.1 | 588.7 | 631.7 | 567.5 | 520 487.5 | 460.7 | 433.5 | 4174 | 3954
PBDLNPMW 4142 | 2263 | 1523 | 1232 | 1012 | 884.8 | 813.5 | 1384 | 1314 | 1404 | 1369 | 1311 | 1180 | 1285 | 1292
PBHLMW 4491 | 2168 | 1962 | 1431 | 1902 | 680.3 | 1061 | 583.9 | 1492 | 378.5 | 942 2031 | 889.6 | 472.8 | 1782
PBHLMW?2 5190 | 2118 | 1537 | 1426 | 1119 | 1202 | 1124 | 1185 | 1209 | 1205 | 1219 | 1265 | 1275 | 1353 | 2310
PBHLMW3 5558 | 1674 | 1644 | 1640 | 1170 | 1188 | 1174 | 1254 | 1302 | 1311 | 1289 | 1432 | 2000 | 1419 | 1454
POCLNPMW 3140 | 3548 | 3533 | 4609 | 5415 | 5401 | 4245 | 5648 | 5785 | 5881 | 6833 | 8078 | 7350 | 7009 | 7563
PODLNP 2169 | 1611 | 1130 | 1146 | 940.9 | 833.1 | 792.1 | 1964 | 2382 | 2834 | 2868 | 2892 | 3265 | 3326 | 1860
PODLNPMW 3690 | 2138 | 1575 | 1075 | 1056 | 856.9 | 750.5 | 1383 | 1318 | 1377 | 1399 | 1397 | 1308 | 1448 | 1368
SBL 4256
SBL2 4257
SOL 3343

Tabulka 5: Zavislost doby vypoctu na poctu procesorti. (10000 zdznamt o dimenzi 5, sit’ 50 x50 neurontt)
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Algoritmus

Doba uceni jedné epochy v ms v zavislosti na poctu procesori

T [2 [3 [4 [5 6 [7 [8 9 [t J[1t J12 [13 [14 |15 |16

PBCLNPMW 1811 | 531.1 | 5244 | 1635 | 1606 | 1590 | 1520 | 3476 | 3386 | 3131 | 3275 | 3828 | 4068 | 3925 | 4150
PBCLNPMW2 1575 | 509.8 | 511.8 | 1092 | 1259 | 1633 | 1635 | 3543 | 3348 | 3205 | 3354 | 3639 | 3850 | 4135 | 3887
PBDLDP 93.68 | 62.94 | 499 | 40.29 | 3474 | 31.6 | 29.34 | 32.39 | 30.13 | 28.56 | 27.31 | 27.72 | 26.21 | 2847 | 26.84
PBDLDP2 1049 | 70.03 | 53.44 | 4353 | 36.67 | 31.87 | 28.66 | 31.31 | 28.71 | 2632 | 25.37 | 24.81 | 22.64 | 22.96 | 22.48
PBDLNPMW 2095 | 1552 | 131.4 | 1317 | 122 | 128 | 122.6 | 809 | 822.5 | 820.1 | 821.1 | 938.6 | 7895 | 966.7 | 965.1
PBHLMW 160 | 57.15 | 4491 | 46.07 | 23.98 | 21.79 | 403 | 2248 | 2247 | 156 | 242 | 19.46 | 2489 | 515 | 19.11
PBHLMW2 2337 | 6635 | 53.89 | 52.47 | 5406 | 54 | 55.67 | 57.86 | 59.57 | 59.67 | 59.77 | 65.17 | 67.17 | 67.91 | 63.37
PBHLMW3 247.7 | 1262 | 55.16 | 56.86 | 56.15 | 56.93 | 124.7 | 127.2 | 62.83 | 62.14 | 6293 | 111.3 | 69.11 | 67.25 | 65.67
POCLNPMW 255.6 | 5705 | 6289 | 1361 | 1270 | 1510 | 1449 | 3550 | 3293 | 3250 | 3069 | 3461 | 3957 | 4056 | 4065
PODLNP 1842 | 186.1 | 154 | 202.7 | 223.6 | 239.9 | 2569 | 1477 | 1821 | 2223 | 2513 | 2636 | 2817 | 2908 | 1699
PODLNPMW 2543 | 1694 | 1393 | 1162 | 128.6 | 1259 | 126 | 733.6 | 835 | 830.1 | 933 | 941 | 1009 | 878.3 | 1008
SBL 1955

SBL2 1915

SOL 225.6

Tabulka 6: Zavislost doby vypo¢tu na poctu procesorti. (10000 zdznamt o dimenzi 30, sit’ 6x6 neurontl)
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Algoritmus Doba uceni jedné epochy v ms v zavislosti na poctu procesori

1 [2 [3 [4 [5 6 7 8 [9 TJw Ju1 TJ12 J13 14 [15 16
PBCLNPMW 9122 9308 | 9186 | 10315 | 10278 | 10304 | 10342 | 12119 | 12417 | 13066 | 13182 | 15433 | 15559 | 15704 | 15225
PBCLNPMW?2 7276 7823 | 7684 | 8565 8416 8602 8588 10492 | 10718 | 10753 | 11366 | 13369 | 13340 | 13497 | 13594
PBDLDP 6132 4111 | 3219 | 2613 2272 1996 1794 2030 1845 1753 1681 1738 1693 1604 1581
PBDLDP2 6380 4218 | 3233 | 2604 2185 1905 1708 1851 1658 1560 1453 1420 1339 1289 1214
PBDLNPMW 11328 | 5669 | 4082 | 3136 2511 2092 1883 2524 2304 2273 2229 1917 | 2216 1892 1821
PBHLMW 11762 | 3582 | 3368 | 1888 2534 1874 1950 1508 1819 2353 2035 3041 1872 1035 2877
PBHLMW?2 16504 | 3566 | 3735 | 3795 | 9068 | 3901 | 4283 | 4163 | 4224 | 4185 | 4316 | 4543 | 4705 | 4763 | 5258
PBHLMW3 17372 | 3798 | 3960 | 3971 4046 4123 4298 4417 | 4487 | 4403 4499 4663 4950 5099 5323
POCLNPMW 6159 6303 | 5392 | 6502 6322 6296 6344 7538 7775 7893 8055 9003 9320 17211 | 17620
PODLNP 6227 | 4693 | 3661 | 2881 | 2515 | 2244 | 1928 | 3097 | 2717 | 3664 | 3490 | 3633 | 3993 | 3644 | 2513
PODLNPMW 6745 5118 | 4622 | 3587 3028 2467 2161 2089 2569 1715 2339 1678 1546 2205 2074
SBL 11243
SBL2 13795
SOL 11628

Tabulka 7: Zavislost doby vypoctu na poctu procesorti. (10000 zdznamt o dimenzi 30, sit’ 50 x50 neuronti)
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